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Resumen

El presente trabajo muestra una metodologia para clasificar las acciones de un
robot humanoide, mediante algoritmos verosimiles de aprendizaje automatico tales

como las redes neuronales pulsantes.

Mediante dicha clasificacion, el robot humanoide ejecuta la tarea de desplazarse, de
tomar un objeto y de transportarlo hasta una posicion meta predefinida,

obedeciendo a un comando verbal.

El sistema cuenta con muy poca informacion acerca de cudles acciones se deben
tomar en diferentes circunstancias y hace uso de la capacidad de generalizacion de
las neuronas pulsantes, de la vision por computadora y del control difuso para

poder ejecutar la tarea de forma exitosa.



Abstract

This thesis shows a methodology for a humanoid robot action classification by

using plausible machine learning methods such as spiking neural networks.

By identifying the action, the robot performs the task of navigating, taking an

object and placing it in a pre-defined target position.

The system has a small amount of information about which action should be taken
under different circumstances and it uses the generalization capability of the
spiking neurons, computing vision algorithms and fuzzy logic in order to perform

the task successtully.



Contenido

Capitulo 1. TNErOAUCCION cuviuiieeieiiirieiee ettt ettt s b 3
1.1 ADBECEARTIEES vttt ettt sttt ettt ettt e st e b e e bt e st st ereeteen 4
1.2 Planteamiento del problema. ... eeiiieiiieiieccee et esiee e sae e ssereesveeenaee s 6
1.3 JUSTITICACION cueiiiiiiie ettt ettt ettt st st st b e e bt e satesateebeeteens 7
1.4 ODbJetivo GEIMETAL ..coviiiiiiieiieee et 7
1.5 ObJetivos €SPECIICOS .eeviriirierieriieiere ettt s 8
1.6 Consideraciones iNICIALES «....evviiiiriiiieeer et 8
1.7 Organizacion de 1a tesIS..... it 9
Capitulo 2. Estado del arte ..ottt 10
2.1 Pattern recognition using spiking neurons and firing rates .....ccccecevcevervenienieennene 10
2.2 Object Grasping with the NAQ ..o 11

2.3 Localizacién y manipulacién de objetos mediante un robot mévil Khepera 11

auxiliado de una cAmara y un elemento prensil......cc.cciininiieeeeeeee e 12

2.4 Natural Methods for robot task learning: instructive demonstrations,

generalization and PractiCe. ... e e 13
2.5 iSpike: A Spiking Neural Interface for the iCub robot....cccoceeveiiiiiiiriieeeeee, 14
Capitilo 3. MATCO TEOTICO .cuuiiiiieiitieeeieecitte ettt e eeee e ste e ste e e sbre e steeesteeestreesbaeesaseesasaessaeesaseeensnens 15
3.1 Aprendizaje AULOIMATICO v.eiviiieierieeiieie ettt sttt st be et et saeeee e 15
3.1.1 Aprendizaje SUPETrVISAAO .o.vvceirierierierie st ssieeseeseestesre e sbeeseeseesseessseesseenseens 16

3.1.2 Aprendizaje por deMOSTTACION ..cecvirueereirieeierieeieerie ettt s 17

3.1.3 GeNEraliZACION c..eeveeiiieieiesieeese ettt sttt st s 17

3.1.4 Redes NEUrONales... ..ottt 19

3.1.5 Redes neuronales pulSantes ... ..ot 20

3.1.5.1 Neuronas pulsantes biolOZICAS c..cvviirriiiriieiiiiiiiec e 21

3.1.5.2 Tipos de neuronas pulSantes......coceveerieriieieeieeneente e 22

3.1.5.3 Modelo de Izhikevich. .oooviiiiiiiiiiiieeeeee e 24

3.1.5.4 PulS0oS TAPIAOS. ceuvieeieiieiteste ettt sttt 26



3.1.5.5 Célculo de la corriente de entrada y frecuencia de salida.......ccceeueeee. 29
3.1.5.6. ClasifiCACION. cuuiiiviieecieesieecciee et e cteeerre e e e see s te e s bae e s te s e aaeesateesraeesaneeans 30

3.2 ViSiON POT COMPUEAAOTA . cevvervevten erten cee et et e et e et et cvs e evs et ses st ees et s0n o0t e s e a0s e cvs e cne mee eee 3

3.2.1 Reconocimiento del COLOT ....ooiiiiiiiiiiiiiiecie et 34
3.2.2 Regiones CreCIENteS ...c.cviiiiiiiieiiieecec e 35
3.2.3. EXtraccion de TasZOS ..ottt 35

3.3 LOGICA difUSA euveeutieieetieite e e 37
3.3.1. Conjuntos difSOS ..cvieererireerineeereer e e e s 37
3.3.2 Variable HNglisStiCa. .ttt 37
3.3.3. Funciones de mMembresia. . ... ettt s 38
3.3.4. Base de 1eglas difliSas .ocuuiieerinierereieseseee e s 39
3.3.5. Modelo de inferencia de Mamdamni.......ccoceervueeieinieniieniiiieeeeeeeee e 40
3.4 BIOLOID Premitum Kit ..ttt sieesee e ense e 41
3.4.1 Dynamixel AX-T2A oot et 43
34,2 CMBT01 ittt ettt ettt ettt ettt e he e s e s te s be e be e beesaeesaeeenreeraens 44
3.4.3 USB2ZDYNAIMIKEL.ccitiiitiiiieiieete ettt st ee e 45
3.4.4 ZiZ-100/ 1101 0eeu ettt ettt 46
3.4.5 Sensor de diSTANCIA . ..civiiiiieiieeeeeeee e 47
3.4.6 SENSOT A€ ZIT0.iiiiiriiieriieriiesiesie st et et et e seeseeeteesteesteesaeesasesssesseesseesseesseesnseenseens 48
34T RODOPIUS cettitiee ettt sttt ettt ee e 49
3.4.7.1. RODOPIUS TaSK..uiiiiiciiiiicciie ettt see e e e e e e e s e 49
3.4.7.2. RODOPIUS MOtIOT. uciiuiiiiieiieieesieente ettt 50
3.4.7.3. RODOPIUS MANAZET c..veiiiiieiiiiiiiierieeeite ettt sttt et s e e 50

3.4.8 CAmara HAVIMO 2.0 oottt st 50
3.5 JAVA SPEECHL vt e et e e e are e e raeeeaaes 53
Capitulo 4. MetodOlOZIa. ..coeuiiiiiiiiiiiiee ettt sttt s e st e e teeee e 56
4.1 Descripcion del SISEEIMIA ...iiviiii it e e e e e e srre e e e b e e e e aaees 56

4.2 Arquitectura del SISEEIMA .. ciiviiiiieieceereeree e ee e e rte e s e s e saeste e e e sbeesreeseaesareenreeseens 56



4.3 Modulo: Robot NUIMAINIOIAE c.vvvviiiiiiiiiiiiiiiiiiiiiiiieiveeeeeeeeeeveee e ee e eeeeesveeseaessesesseseseasaeaees 58

4.3 17 RASEOS ettt n e re e 58

4.3.2 Acciones del TODOT c.eiiiiiiiiieeeete et 60

4.4 Modulo: CompPutAdOTa. c.eeeeeeeeriieiieieestees ettt s ee e 61
4.4.1 Neurona PUISANTE. ..cociii ettt s esbe e e sareeeas 61
4.4.1.1 Conjunto de entrenamiento. ......ccooeeveereeieenienieeeeeeseeee e 61

4.4.1.2 Entrenamiento de la red pulsante. ......cccccerveiiiiiiiinniiineceeeeee 63

4.4.1.3 Clasificador euclidiano .......ceeeeriiriiisiieieeee e 68

4.4.2 SiStemMa difUS0. ceoieriiiiieie ettt st nbe e 69

443, JAVA SPEECHctiiiiiii e 72
Capitulo 5. RESUITAOS c.iiiiiiiiiiiiieeeesesc ettt ettt st st sbe e sbe e sateeseeteens 74
5.1 Experimento: Localizar 0bJeto ... 74
5.2 Experimento: Desplazarse y tomar objeto.. .. 76
5.3 Experimento: Tomar objeto v transportarlo........ceenninienieeneeneeeesee e 84
Capitulo 6. Conclusiones y trabajo fUbUTO ...ccevireeiinieeeee e 91
6.1 CONCIUSIONES. 1.tiiuiiiiiitieie ettt ettt sttt et s bt e sae e saee st e s bt e beesbeesaeesaeeenseeteens 91
6.2 TTabajo TUTUTO. ooviieiiie ettt ste e st e s beebeesbeesbeesasesnseenseens 92

FLN 0123 AT ke NSRS 94
P o YT Ta LT I = TSR 99
ADBNAICE € ottt ettt ettt a et et ea e e bt sae et e bt et e aeeneetenes 103

RN (S RS Ao = TR 114



Indice de figuras

Figura 2.1.1. Conjunto de imégenes utilizadas en la tesis: “Pattern recognition using

spiking neurons and firing TAteS” ... e 10
Figura 2.2.1. Geometria del NAO ..ottt 11
Figura 2.3.1 Robot Khepera manipulando objetos ......ccccceveerviriiiiiiiiieieeececene 12
Figura 2.4.1 Aprendizaje del robot Piooner 2-DX ......cccoceviviiiiiiieriinieneeneeses e sseesseeseeens 13
Figura 2.5.1. Biblioteca iSpike y 10bot 1CUD c..oviiieiiiieeieeee e 14
Figura 3.1.1.1 Diagrama de flujo aprendizaje supervisado ......cccevervieieenieneniinnenieeniene 16
Figura 3.1.4.1. Neurona artificial......ccceeveriiinineiineeeeeseeeeseeeese e 20
Figura 3.1.5.1.1. Partes de la NeUTONa. .....cccceeiiiiiiiieeieeieeseerte ettt 22
Figura 3.1.5.2.1. Tipos de neuronas pulSantes. ...cceeoieerrieenieinieeeie et 23
Figura 3.1.5.3 Modelo de Izhikevich. ....cocoiiiiiiiiiii e 24
Figura 3.1.5.3.1. Comparativa entre modelos de neuronas pulSantes........cccccveverveereenienne 25
Figura 3.1.5.4.1 PulSos TAPIAOS. ieeiiiieiieiieeeee ettt st st 27
Figura 3.1.5.4.1. Ejemplo del tren de pulsos generado por la neurona de Izhikevich....... 28
Figura 3.1.5.5.1. Conversién del vector de rasgos en corriente. .....coooeveenveeneeneenieenieenieens 29
Figura 3.1.5.5.2. Ejemplo del calculo de frecuencias con base en un vector de rasgos..... 30
Figura 3.1.5.6.1. Hiperplano que maximiza la separaciéon entre las clases. ....cccoceeveeneee 30
Figura 3.1.5.7.1. Topologia utilizada para probar neurona de segunda generacion........ 107
Figura 3.2.1. Componentes de un sistema reconocedor de 0bjetos......ccoeveenveineiiiieniieenienn. 33
Figura 3.3.3.1 Funcién de membresia triangular .....ccocveeveeiiniiiniieiiiececeiecciec e 38
Figura 3.3.3.2 Funcién de membresia trapezoidal .......cccoceviniiiniiinniiiiiiiecec e 39
Figura 3.3.5.1. Modelo de inferencia tipo Mamdami.......ccocevveiriiriiniiiniienienienieeeeieeene 40
Figura 3.4.1. Tipos de humanoide del BIOLOID Premium Kit ....ccoceoeniniinineniininee 42
Figura 3.4.2. Principales componentes del BIOLOID Premium Kit......cooocovviniiniiininnenn. 43
Figura 3.4.1.1. Dyamixel AX-T2A . it sesste e sieeseesse e sseessseenseeseeens 43

Figura 3.4.2.1. Controlador CMB L0 ..c.ceeiierieieiieiteee ettt st 44



Figura 3.4.3.1. a) Control de dynamixeles usando PC b) Controlando por del puerto

serial ¢) Comunicacion INAlAmDbIICA ... 46
Figura 3.4.4.2. Zig2SeTIAl..c.iiiiiiiieieiireeesees ettt 47
Figura 3.4.4.3. Conexién entre Zig2Serial y Zig-100 ..cocoeerieriiniiiniieieeeeeneenee e 47
Figura 3.4.4.4. Conexién entre el Zig2Serial y el USB2Dynamixel......ccccocvevenerceniencenncns 47
Figura 3.4.5.2. Distancia vs valor arrojado por el sensor de distancia .......ccccoceevveeveennenne 48
Figura 3.4.6.1. Sensor de Gir0...ccuieeriirieieieeiesesieee ettt st 48
Figura 3.4.8.1. CAmara Havimo.....cocceeieiieneiniiiieeeeeeeee ettt 51
Figura 3.4.8.2. Conexién entre la camara Havimo y la computadora .....c.ccceceveevcreneenene 52
Figura 3.4.8.3. HAVIMO _GUI .c..cciiiiiiiiiieeeieetesese ettt 52
Figura 3.4.8.4. Datos accesibles desde un programa en RoboPlus Task. ...ccccoccvrvviniencns 53
Figura 3.5.1. Partes del API de JavaSpeech ...t 54
Figura 4.1.1. M6dulos del SiSEEmMa. ...oocieeieiiirieiieiieeeeee e 56
Figura 4.2.1. Arquitectura general del SISEEINa.....ccivevieerieerieeiiie et sre e eneeens 57
Figura 4.3.1.1. Rasgos seleCCionados . ...cooiereirieiiiiieeieeeeseesee et 58
Figura 4.3.1.2. Divisién de los rasgos obtenidos por la computadora.......cccceeveeervienneennenne 59
Figura 4.3.2.1. Posibles acciones del robot humanoide. .....cccoceervieiiniiiniiiinieenieceiee e 60
Figura 4.4.1 Sub-mddulos de la computadoran. ...eeeeeeeneeniiiiiiiieeeeeeeee e 61
Figura 4.4.1.1.1. Construccién del conjunto de entrenamiento. a) Girar derecha. b)
Tomar objeto. ¢) Avanzar. d) Girar iZqUIETda. ....cccceeveerrecirneeceecereees e 62
Figura 4.4.1.1.2 Interfaz para capturar datoS......ccceieeecieieiiiesee e 63
Figura 4.4.1.2.1. Diagrama de flujo del algoritmo de entrenamiento.......c..ccocevveevereneennene 66
Figura 4.4.1.2.3. Separacion grafica entre 1as clases. ...coccveeiiiiiiiiiiiiiieiee e, 68
Figura 4.4.1.3.1. Clasificador euclidiano....c..cecerereerininiierieieseseeeseeeee e 69

Figura 4.4.5.1. Conjuntos difusos para la accién de Avanzar. a) Conjuntos difusos

antecedentes. b) Conjuntos difusos CONSECUENTES. ....ccvveveiririeeiiririeicireeceee e 70
Figura 4.4.5.1. Relacién de pixeles con SeZUNAOS. ..ccivvieiriiiinieiniiieeiee st esiee e 70

Figura 4.4.5.3. Conjuntos difusos para las acciones “Girar izquierda” y “Girar derecha”.

a) Conjuntos difusos antecedentes. b) Conjuntos difusos consecuentes. ..........coceevevererennee 71



Figura 5.1.1. Localizacién: Configuracion L. ....cceceireeineniieneneesie et 74

Figura 5.1.2. Localizacién: Configuracion 2.....c..ceecveeeveninieneneeseseeeeseseeeeseseese e 75
Figura 5.1.3. Localizacién: Configuracion 3.....cecceevreeieninienineesese et 75
Figura 5.1.4. Localizacién: Configuracion 4. .....c..coceeveeneenienienieneeeeseeseesee e 75

Figura 5.1.5. Casos de éxito donde se localizé el objeto en cada una de las diferentes

CONTIZUTACIONES AESCIIEAS. vtivteeritieeiiee ittt e ettt ste e st e see e st e e staeesbeesrbeeesbeesbaeesssessnsaeesaseesnses 76
Figura 5.2.1. Tomar objeto: Configuracion 1. .......cceevenirienineeseneeeeseseeesesee e 77
Figura 5.2.2. Tomar objeto: Configuracion 2. ......ccceveereereenienienieeeeeeeesee et 79
Figura 5.2.3. Tomar objeto: Configuracion 3. .......ccceeeviririenineeseneeeeseseeeseee e 80
Figura 5.2.4. Tomar objeto: Configuracion 4. .....ccceeveereenienienienieeeeeeseesee et 82

Figura 5.2.5. Casos de éxito donde se tomé el objeto en cada una de las diferentes

CONTIGUTACIONES AESCITEAS. veitirteeieiti ettt st sttt e st re 83

Figura 5.2.6. Tiempo promedio que tarddé el robot en tomar el objeto en cada

CONTIGUTACION. 1.ttt et b et be et e sb e s st e b saeebe s bt eanesbeemeennens 83
Figura 5.3.1. Transportar objeto: Configuracion 1. ... 85
Figura 5.3.2. Transportar objeto: Configuracion 2. ........cceecevereerenenieneneeneneee e 86
Figura 5.3.3. Transportar objeto: Configuracion 3. ....ccccceeiiniiiiiiiiiieeee e 87
Figura 5.3.4. Transportar objeto: Configuracion 4.......c.cceevvevciniiniiiinieeneeneeseesieesieenieens 88

Figura 5.3.5. Casos de éxito donde se transportd el objeto en cada una de las diferentes

CONTIGUTACIONES AESCIIEAS. utirtieeiireiieeeiieereeecee e st e ete e e ee e s teeesreeessteeebeeessseeeseeessseesseeesasessnees 89

Figura 5.3.6. Tiempo promedio que tardd el robot en transportar el objeto en cada

o0 ) N A=y | Bz Yo o) s PR 89

Figura A.2.1. Acceso a la camara HAVIMO 2.0. (a) Configuracién de la camara. (b)

Funcién Get Bounding Box. (¢) Acceso a los datos de la cAmara. .......ccccoeveveivivnccccnnnes 97
Figura A.2.2. Envio y recepcion de datos. .o siesiessieeseesieeseesseenseesseens 98
Figura A.2.3. Ejecucion de 1a aCCION. .....cciviirereiierieieeesieeere ettt 98
Figura B.2.1. Salida del sistema difuso con 817 pixeles de entrada......ccoeeeveeneiniicnnenne 101
Figura B.2.3. Salida del sistema difuso con el motor en 684 grados.......cccceeverveerereeneenne. 102

Figura C.1 Medicién de desempeiio: variacién del ntimero de rasgos en 2 clases........... 103



Figura C.2 Medicién de desempeno: variaciéon del nimero de clases con 2 rasgos. ........ 104

Figura C.3 Medicién de desempeno: variacién del niimero de rasgos y clases ................ 104

Indice de tablas

Tabla 3.1.3.1. Ventajas y desventajas de algoritmos de aprendizaje supervisado ............ 18
Tabla 3.1.5.4.1. Ejemplo numérico de la generaciéon de un pulso.....ccccceeeveeeniieerieeenineennne 28

Tabla 3.1.5.6.1 Conjunto de entrenamiento para el ejemplo numérico de un problema de

LG TSN LeT=T 10 o VR 31

Tabla 3.1.5.6.2. Frecuencia generada por el conjunto de entrenamiento para el ejemplo

numérico de un problema de clasifiCaciOn.....cccviiiiiiiriieeciee e 31
Tabla 3.1.5.6.3. Clasificacién de los vectores de prueba para un ejemplo numérico. ....... 31
Tabla 3.4.1. Comparativa entre los KITS de BIOLOID......cccoiiiiiiiiiiiiiieieeeeeeeene 41
Tabla 3.4.2. Comparativa de las caracteristicas de los humanoides .......ccccceeeeeeeiieescreenee, 42
Tabla 3.4.1.1. Principales caracteristicas del dynamixel AX-12A .....coccoiiiniiiininienicniene 44
Tabla 3.4.2.1. Caracteristicas del CM-510. ...cccviirieiiinieiiniiniereneeie ettt 45
Tabla 3.4.8.1. Principales caracteristicas de la camara HAVIMO 2.0.....ccccovviviiiinennennne 51
Tabla 4.4.1.1.1. Conjunto de entrenamiento de la red neuronal pulsante. .......ccccvcereennene 63
Tabla 4.4.1.2.1. Ejemplo del célculo de la distancia entre clases. .....cccocevevvverciereceeesveeenne, 64
Tabla 4.4.1.2.2. Evolucién de los pesos sindpticos y la distancia entre clases................... 67

Tabla 4.4.1.2.3. Frecuencias generadas por el conjunto de entrenamiento después del

AJUSEE PESOS SITAPTICOS. uveriiriririeeeiieeiieesieeesteesseeesteessteeesseeessteessseeesseeessseeessseessesssseessssesessenes 67



Capitulo 1

Introducciéon

El campo de la robdtica ha evolucionado a grandes pasos y no es sorpresa que los
robots se incorporen a nuestra vida cotidiana en el corto plazo. Dado que los robots
pueden ejecutar tareas durante largos periodos de tiempo sin necesidad de comer o
dormir, dentro de pocos anos los robots seran una herramienta de apoyo a las
actividades domésticas, de vigilancia, industriales e incluso de exploraciones

espaciales.

A pesar de que algunos robots que realizan tareas utiles se han puesto a la venta en
el mercado tal como los robots limpiadores como el Roomba y robots cortadores de
césped [20] [21], sus capacidades son muy limitadas dado que estdn totalmente

enfocados a realizar una sola tarea.

Gran parte de la investigacion actual se estd llevando en robots de proposito
general, estimulada principalmente por competencias como RoboCup@home [22],
organizada desde 2006. Este tipo de competencias, tiene como objetivo construir
robots auténomos de servicio doméstico para asistir a usuarios en ambientes de la

casa.

Las competencias han demostrado que una de las caracteristicas principales que
requiere tener un robot, es la capacidad de manipular objetos, dicha tarea tiene
como objetivo ejercer fuerza sobre un objeto para tomarlo, sostenerlo y
transportarlo hasta un lugar deseado. La manipulacion de objetos resulta una tarea
crucial para los robots de servicio, los cuales, tienen como unico propésito el de

ayudar y apoyar al ser humano en sus tareas cotidianas [9].

Entre las aplicaciones donde se estd realizando investigacion en robots

manipuladores se destacan las siguientes:

e Tareas del hogar
e Apoyo a personas incapacitadas o de edad avanzada

e Rescate de seres humanos



e Transporte de bombas

e [xploraciones espaciales

Dado que los robots de servicio requieren interactuar con personas en ambientes
disenados por el ser humano, no es de extranarse que este tipo de robots tengan
una forma humana que les permita manejar herramientas y ejecutar tareas de
forma versétil [8]. Por otra parte, se espera que los robots de servicio sean capaces
de aprender a ejecutar nuevas tareas en situaciones desconocidas, ya que el mundo
real es dindmico y muy complejo; entonces los robots deben ser capaces de
adaptarse al cambio y poder ejecutar tareas de forma satisfactoria de acuerdo a las

necesidades del operador.

1.1 Antecedentes

Los robots humanoides cuentan con un cuerpo de figura antropomorfica y sentidos
parecidos a los de un ser humano. Las investigaciones realizadas en este tipo de
robots estan motivadas por la vision de crear una nueva herramienta: robots que
trabajen con seres humanos o en el mismo ambiente disenado para nuestras

necesidades.

El cuerpo humano esta bien adecuado para actuar en nuestros ambientes
cotidianos. FEscaleras, perillas de puertas, herramientas, entre otras han sido
disenadas por seres humanos, y por lo tanto, un cuerpo con caracteristicas fisicas

humanas tiene ventaja en este tipo de ambientes.

Aunque robots industriales especializados son empleados exitosamente en
producciones industriales en masa, los robots humanoides requieren un enfoque

diferente [10].

Los robots humanoides de servicio requieren poseer la capacidad de que un ser
humano, sin experiencia en el ambito de la programacion, sea capaz de integrar
movimientos, habilidades de percepciéon o estrategias para solucionar nuevos
problemas; es por ello, que surge la necesidad de integrar algoritmos de aprendizaje

de méquinas a este tipo de herramientas [18].



El aprendizaje de maquinas o aprendizaje automatico consiste en tener sistemas de
propoésito general que se puedan adaptar a las circunstancias; en lugar de escribir
explicitamente un programa diferente para una circunstancia en especial. El
aprendizaje es necesario en casos donde nosotros no podemos escribir directamente
el programa en la computadora para resolver el problema, por ejemplo, cuando el

problema a ser resuelto cambia con el tiempo o depende del medio ambiente [17].

Dentro del campo de la roboética se han aplicado diferentes enfoques del aprendizaje
de maquinas, sin embargo, el aprendizaje supervisado ha demostrado tener muy

buenos resultados.

El aprendizaje supervisado consiste en inferir una funcién dado un conjunto de
datos de entrenamiento, el cual, consiste en pares de datos entrada-salida. Por lo
general la entrada es un vector. El algoritmo de aprendizaje supervisado analiza los
datos de entrenamiento y produce una funcién, la cual, es capaz de predecir la

salida apropiada para cualquier dato de entrada valido [16].

Dentro del aprendizaje supervisado existen diferentes técnicas y algoritmos
desarrollados para la aproximacion de funciones, entre ellas destacan las redes

neuronales artificiales.

A diferencia de la inteligencia artificial clasica, la nueva inteligencia artificial senala
que la investigacién practica del problema mente-cuerpo no puede ser abordada
considerando la mente y el cuerpo como entidades separadas, es decir, el paradigma

refiere que el cuerpo, la mente y el ambiente estan conectados [6].

Es por ello, que el combinar robots humanoides con algoritmos inspirados en la

estructura y funcionamiento del cerebro humano cobra sentido.

Las redes neuronales artificiales tienen su origen en la necesidad de formalizar el
pensamiento humano. Son una aproximacion para modelar las capacidades del

procesamiento de informacion de sistemas nerviosos.

Después de 1943 cuando aparecié el primer modelo simple de redes neuronales
propuesto por McCulloch y Pitts comenzaron a aparecer diferentes variaciones del

modelo y algoritmos para realizar el aprendizaje de las redes, entre ellos destacan el



perceptron de Rosenblatt en 1958, continuado por el ajuste de pesos sinapticos
desarrollado por Widrow y Hoff en 1958. Parker desarrolld el algoritmo de
retropropagacion en 1985, con el cual, se demostré que las redes neuronales podian

resolver problemas no lineales [12].

Durante los tltimos 25 anos, después de desarrollarse el algoritmo de
retropropagacion, diferentes autores han propuesto modelos, los cuales, recaen entre
las llamadas primera y segunda generacion de redes neuronales; estas redes arrojan

una salida binaria.

Sin embargo, actualmente gran parte de la investigacion actual sobre redes
neuronales estda enfocada en realizar modelos que se aproximen mas al
funcionamiento de las neuronas reales y ademéas sean computacionalmente
eficientes. Con el objetivo de satisfacer esta necesidad surgieron las redes
neuronales pulsantes, las cuales, recaen en la tercera generaciéon de redes
neuronales, ya que incrementan el nivel de realismo biolégico, esto se debe a que
tienen una salida de pulsos y no binaria; ademas incorporan informacién espacio-
temporal durante la comunicacién y los calculos, tal como las neuronas reales lo

hacen [13].

Las redes neuronales pulsantes han sido utilizadas actualmente en areas tales como
biologia, reconocimiento de patrones, analisis de imagenes médicas, robotica entre
otras [1]. Es por ello, que resulta comprensible pensar que este tipo de redes
neuronales se pueden combinar con los robots humanoides y asi dotarlos de nuevas
capacidades que les permitan tener un comportamiento que se asemeje mas al
nuestro y abordar el problema cuerpo-mente desde una perspectiva mas novedosa y

cercana a la realidad.

1.2 Planteamiento del problema

Las competencias de RoboCup@Home han demostrado que los robots de servicio
deben ser capaces de poder ejecutar tareas de navegaciéon y manipulacion de
objetos a partir de una pequena cantidad de informacién. Los robots deben poseer
herramientas que les permitan generalizar ésta informacién y ejecutar la tarea de

forma exitosa en escenarios desconocidos.



Para lograr esto los robots deben tener la capacidad de percibir su entorno
mediante diferentes sensores y camaras pero ademdas poseer mecanismos de
aprendizaje que les permita poder adquirir una nueva habilidad mediante la

ensenanza de un ser humano.

La presente tesis busca hacer una integracién de herramientas que permitan
controlar a un robot, dotado con sensores y un sistema de visiéon, con el propésito
de aprender a ejecutar una tarea de navegacion y manipulacién de objetos con una

cantidad minima de informacién dada por el usuario.

1.3 Justificacion

Los robots méviles manipuladores de objetos significan un gran apoyo en
actividades que el ser humano no puede hacer, actividades que son peligrosas o
tareas que representan gasto de tiempo y esfuerzo. Desde actividades del hogar
tales como cocinar, limpiar o trapear hasta actividades de exploracion espacial, la
manipulacion de objetos representa una tarea crucial. El dotar a un robot con la
capacidad de aprender a ejecutar dichas tareas de manipulacion permitira

otorgarles la versatilidad necesaria para incorporarlos a nuestra vida cotidiana.

1.4 Objetivo general

Dado un robot humanoide H de 18 grados de libertad y equipado con
un sistema de visién, un objeto O con forma geométrica cilindrica, un solo color,
con peso y dimensiones proporcionales a la capacidad de H y una posicion meta G
representada por un objeto con forma cilindrica y de color diferente a O; controlar

a H de forma que en respuesta a un comando verbal:

1) Busque y localice a O dentro del espacio de trabajo.

2) Tome decisiones para ubicarse hasta la posicién donde se encuentra O.

3) Se posicione con respecto a O, de tal manera, que sea capaz de tomarlo,
sostenerlo y transportarlo.

4) Transportar y llevar O hasta la posicién de G.



1.5 Objetivos especificos

e [Especializarse en la tecnologia del robot humanoide BIOLOID Premium Kit
y el sistema de vision HAVIMO 2.0.

e Disenar e implementar una red neuronal pulsante que permita clasificar las
acciones del robot humanoide.

e Implementar un sistema difuso que permita controlar el tiempo que las
acciones seran ejecutadas.

e C(rear un framework que permita generalizar el algoritmo utilizado en la

presente tesis.

1.6 Consideraciones iniciales

Las consideraciones iniciales que se tomaron en cuenta para realizar el desarrollo

del sistema.

- El entorno de trabajo sera un area de 100 cm * 100 cm.
- No deberé existir ningtin objeto de color en el area, con excepciéon de los
objetos a transportar.
- La superficie sera plana sin irregularidades.
- La iluminacién del entorno sera constante.
- FEl objeto a desplazar contara con las siguiente caracteristicas:
o Forma cilindrica.
o Un solo color liso.
o El peso es 50 gr.
o Las dimensiones del objeto son:
* 10 cm de didametro.
= 20 cm de alto.
- La posicién meta sera representada por otro objeto con las siguientes
caracteristicas:
o Forma cilindrica.
o Un solo color liso.
o Las dimensiones del objeto son:

= 25 cm de didmetro.



= 40 cm de alto.

1.7 Organizacion de la tesis

Capitulo 2: Se presenta el estado del arte sobre los trabajos mas importantes y mas
recientes en relacion a robots moviles manipuladores y las redes neuronales

pulsantes.

Capitulo 3: Se hace una descripciéon de las herramientas utilizadas.
Capitulo 4: Se detallan la metodologia seguida durante la presente tesis.
Capitulo 5: Se detallan los resultados obtenidos en la tesis.

Capitulo 6: En este capitulo se muestran las conclusiones alcanzadas, asi como el

trabajo futuro propuesto.



Capitulo 2

Estado del arte

Durante este capitulo se detallan los trabajos mas relevantes acerca del desarrollo
de sistemas que involucran redes neuronales pulsantes y robots humanoides,
ademas se describe la metodologia, las herramientas y los algoritmos utilizados en

cada uno de ellos.

2.1 Pattern recognition using spiking neurons and firing rates

En este trabajo realizado por Roberto A. Vazquez en la Universidad de La Salle
(2010) [15], se describe el uso de neuronas pulsantes y la tasa de pulsos que generan
para resolver un problema de clasificacién de objetos. La figura 2.1.1 muestra el

conjunto de imagenes utilizada en el trabajo.

< % o4 I O8

Figura 2.1.1. Conjunto de iméagenes utilizadas en la tesis: “Pattern recognition

using spiking neurons and firing rates”.

En el articulo el autor hace uso de una neurona pulsante basada en el modelo de
Izhikevich con el objetivo de generar tasas de pulsos, las cuales, deben ser similares
para la misma clase pero, para clases diferentes, debe ser los suficientemente

diferente para discriminar entre las clases.

El sistema hace el andlisis de las imagenes y arroja los 7 invariantes Hu, los cuales,
son multiplicados por los pesos sinapticos de la neurona pulsante y se obtiene un
tren de picos a la salida, el cual, es dividido entre una ventana de tiempo de 1000

ms, con el proposito de obtener la tasa de pulsos.

El autor propone un método basado en el algoritmo de evolucion diferencial para

realizar el ajuste automatico de los pesos sinapticos y demuestra que la neurona
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pulsante tiene mejores resultados que las redes neuronales de propagacion hacia

adelante en problemas no lineales.

2.2 Object Grasping with the NAO

El trabajo desarrollado por Egbert van der Wal [24] en University of Groningen, en
Holanda (2012), aborda el problema de aprendizaje en un robot humanoide NAO,
con el objetivo de mover un brazo en la trayectoria apropiada para agarrar un

objeto. La geometria del robot humanoide NAO es mostrada en la figura 2.2.1.
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Figura 2.2.1. Geometria del NAO.

El autor hace la evaluacién de tres algoritmos: aprendizaje por demostracion
haciendo uso de una red neuronal artificial, algoritmo de los vecinos mas cercanos y

aprendizaje por refuerzo.

El autor hace uso de ejemplos activos en el aprendizaje por demostracion, lo cual,
no tuvo los resultados esperados con la red neuronal artificial. Kl problema con los
ejemplos activos, es que deben ser demasiados para que el sistema se comporte de

manera adecuada.

El algoritmo de los vecinos méas cercanos muestra que el usar la interpolaciéon entre
los datos para encontrar la accion correcta, converge en un desempeno adecuado,

ésta es una aproximacion muy cercana al uso de las redes neuronales pulsantes.
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2.3 Localizacion y manipulacion de objetos mediante un robot moévil
Khepera II auxiliado de una cAmara y un elemento prensil

En esta tesis desarrollada por Gabriel Omar Huerta Moreno en el CIC-IPN (2009)
[25], en ella se describe una metodologia dirigida hacia el control del robot Khepera

mediante l6gica difusa y visiéon por computadora.

La figura 2.3.1 muestra el sistema en cuestion.

Figura 2.3.1 Robot Khepera manipulando objetos.

El sistema es capaz de hacer una clasificacion exitosa entre cuerpos geométricos de
forma sencilla tales como un cubo y un objeto de figura cilindrica, ya que introduce
un vector de invariantes de Hu, a una red neuronal multicapa, la cual, le permite

hacer una distincion entre su geometria.

El sistema hace uso de un sistema difuso tipo Mamdani, donde los conjuntos
difusos antecedentes estan dados por la orientacion y la distancia con respecto al
objeto, mientras que los consecuentes son las velocidades de la rueda izquierda y la

derecha del robot.

El autor reporta entre un 70% y 80 % de eficiencia del sistema al ejecutar
diferentes experimentos que consistieron en buscar, tomar los objetos y colocarlos

en lugares indicados por el usuario.

12



2.4 Natural Methods for robot task learning: instructive demonstrations,
generalization and practice

En este trabajo realizado en University of Southern California por Monica
Nicolescu y Maja Mataric (2003) [27], se hace uso del robot mévil Pioneer 2-DX, el
cual, cuenta con 2 anillos de sonares (8 frontales y 8 traseros) una cédmara y un

objeto prensil.

El trabajo busca el que el robot aprenda a localizar, tomar y soltar un objeto en
una posiciéon meta mediante el uso de comandos de voz tal como se muestra en la

figura 2.4.1.

(e O

Figura 2.4.1 Aprendizaje del robot Piooner 2-DX.

Con el objetivo de realizar el aprendizaje del robot se hace uso de demostraciones
experimentadas, las cuales, implican que el robot participe activamente en la

demostracion hecha por el maestro y vive la experiencia a través de sus sensores.

El trabajo no busca reproducir las trayectorias exactas del maestro, en cambio,
busca hacer uso de la generalizacion para que el robot relacione un estado con una

accion.

El autor hace énfasis en la necesidad del robot por generalizar el conocimiento a
partir del conjunto de datos inicial. Dado que hace uso de una representacion tipo
grafico para la informacion recopilada por el robot el autor utiliza un método de

generalizacion basado en topologias.
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2.5 iSpike: A Spiking Neural Interface for the iCub robot

En esta tesis realizada por David Gamez, A.K Fidjeland y E. Lazdins en University
of Sussex (2012) [28], se presenta el desarrollo de una biblioteca en C++ que funge
como interfaz entre simuladores de redes neuronales pulsantes y el robot

humanoide iCub.

La biblioteca codifica la informacion de los sensores del motor en forma de pulsos y
los introduce en un simulador de redes neuronales pulsantes, el cual arroja como
salida otra serie de pulsos que son convertidos en comandos para los motores y el

control del robot.

La figura 2.5.1 muestra el papel que juega la libreria iSpike en el control del robot
iCub.

Sensory
Neural
dataé i |k é—s T .
] Spike [ gSaie Simulator
commands

iCub robot

Figura 2.5.1. Biblioteca iSpike y robot iCub.

En este trabajo se realiz6 una integracion del simulador neuronal NeMo y su
interfaz grafica SpikeStream, el cual, provee visualizacion 3D de la red neuronal
pulsante, sin embargo, el sistema es compatible con cualquier otro simulador con

una interfaz escrita en el lenguaje C++.

El sistema busca hacer uso de los robots humanoides para modelar ciertos aspectos
del cerebro y explorar la inteligencia que los sistemas pueden alcanzar haciendo uso

de de redes neuronales pulsantes.
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Capitulo 3

Marco teodrico

En este capitulo se detallan las herramientas utilizadas en la tesis. Primeramente se
realiza una descripcion sobre el aprendizaje de maquinas y las redes neuronales
pulsantes, seguido de los principios de logica difusa y finalmente se muestran las

caracteristicas del robot humanoide BIOLOID y el sistema de vision HAVIMO 2.0.

3.1 Aprendizaje automatico

El aprendizaje automaéatico consiste en disefiar programas que pueden aprender
reglas a partir de un conjunto de datos [14]. El aprendizaje es necesario en casos
donde nosotros no podemos escribir directamente el programa en la computadora
para resolver el problema [17]. Es por ello, que el aprendizaje automatico esta
relacionado con los robots de servicio, ya que seran usados por personas que no

necesariamente tengan conocimientos sobre programacién [18].

Los algoritmos de aprendizaje de maquinas pueden ser organizados en una
taxonomia basada en la salida del algoritmo y el tipo de entrada durante el

entrenamiento de la maquina. Los algoritmos son los siguientes:

- Aprendizaje supervisado
- Aprendizaje no supervisado

- Aprendizaje por refuerzo

El aprendizaje supervisado tiene algunas ventajas con respecto al aprendizaje por
refuerzo y al no supervisado en el campo de los robots de servicio, por ejemplo, el
aprendizaje supervisado, a diferencia del aprendizaje reforzado, no requiere
conocimientos del operador sobre cémo definir una funcién de recompensa. Por otra
parte, el llevar a cabo un aprendizaje no supervisado en el campo de los robots de
servicio, no siempre resulta factible ya que los algoritmos requieren exponer al
robot al mismo problema en varias ocasiones para que sea capaz de reconocer
patrones y etiquetar las salidas [26]. En la presente tesis se hard uso del aprendizaje

supervisado ya que no requiere que el usuario sea un experto y ademas es intuitivo.
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3.1.1 Aprendizaje supervisado

El aprendizaje supervisado consiste en inferir una funcién dado un conjunto de
datos de entrenamiento, el cual, consiste en pares de datos entrada-salida. Por lo
general la entrada es un vector. El algoritmo de aprendizaje supervisado analiza los
datos de entrenamiento y produce una funcién, la cual, es capaz de predecir la

salida apropiada para cualquier dato de entrada valido [16].

La figura 3.1.1.1 muestra el proceso de aplicar el aprendizaje supervisado en el

mundo real.

{ Problema )

Identificacién

de los datos

Definicion del
conjunto de datos

Seleccion
del
algoritmo

Ajuste de parimetrog
Evaluacién con el
conjunto de datos

No Si
OK?

Figura 3.1.1.1 Diagrama de flujo aprendizaje supervisado

El primer paso es obtener los datos de entrenamiento, el cual, es un paso de gran
importancia para obtener un clasificador funcional. Dentro del campo de la
robdética, una técnica que ha sido muy utilizada para obtener el conjunto de datos

de entrenamiento es el aprendizaje por demostracion.
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3.1.2 Aprendizaje por demostracion

El aprendizaje por demostracion es un subconjunto del aprendizaje supervisado
[26]. Bésicamente es un paradigma para transferir a los robots el conocimiento
necesario para poder ejecutar una nueva tarea de forma auténoma [33]. La
transferencia de conocimientos de un ser humano hacia un robot se puede realizar

mediante tres tipos de ejemplos:

Ejemplos activos: Indican las demostraciones donde los usuarios realizan la tarea
mientras que el robot rastrea el ambiente y realiza un mapeo entre el estado-accion.
En este tipo de ejemplos se hace uso de herramientas tales como sensor de guantes,
camaras y sensores de tacto entre otros, lo cual, permite al robot hacer un sensado

de la tarea. Entre algunos trabajos destacan [29] [30].

Ejemplos pasivos: Durante el proceso de demostracion los sensores internos y
externos del robot son seguidos y el sistema de aprendizaje intenta hacer un mapeo
directo de las acciones a una accién bien conocida. El método requiere de menos
inteligencia dado que la percepcién estd restringida a sensores bien conocidos y
acciones disponibles del sistema. La principal desventaja radica en que la

demostracion esta restringida al sistema objetivo.

Ejemplos implicitos: El usuario directamente especifica las metas que el sistema
debe alcanzar. Esta es la metodologia més sencilla ya que el mapeo con los
simbolos estd bien dado. Un beneficio es que el usuario estd restringido a ciertas
acciones y ademds se facilita si el robot puedes ser tele-operado tal como ocurre en
[27].

En la presente tesis se hizo uso de ejemplos implicitos por las facilidades que ofrece

la plataforma utilizada, asi como la tarea objetivo que se desea alcanzar.

3.1.3 Generalizacién

El generalizar a través de un conjunto de datos inicial es el objetivo fundamental
del aprendizaje de méaquinas [31]. La generalizacién es la capacidad de un algoritmo
de desempenarse exitosamente en conjuntos de datos nuevos y desconocidos

después de haber realizado un entrenamiento del mismo [32].
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Para una generalizacion mas exitosa se debe hacer una relacién entre la

complejidad de la hipétesis y la complejidad de los datos dados. Si la hipdtesis es

menos compleja que la funcién entonces tenemos sistema subentrenado, por

ejemplo, si queremos realizar una clasificacion de datos cibicos mediante una linea

recta. Por otra parte, si la hipotesis es mas compleja que la funcién entonces

tenemos sistema sobreentrenado, por ejemplo, si queremos realizar una clasificacion

de datos de una linea recta mediante un polinomio a la sexta [17].

Dentro de los algoritmos que permiten realizar una generalizaciéon destacan:

- Arboles de decisién

- Conjunto de reglas

- Redes neuronales artificiales

- Métodos bayesianos

- MaAquinas de vector soporte

- K vecinos cercanos

Cada uno de los algoritmos mencionados anteriormente tiene diferentes ventajas y

desventajas, las cuales, se detallan en la tabla 3.1.3.1, donde * representa mal

desempeno y **** buen desempernio.

Tabla 3.1.3.1. Ventajas y desventajas de algoritmos de aprendizaje supervisado

Arboles Redes Clasificador Maquina | Conjunto
de neuronales de Bayes kNN | de vector | de reglas
decision soporte
Precision en
general *ok *kk * *% Kok ok *ok
Velocidad de
aprendizaje kokk * kkskk kokoskk * kk
Kook Kk ok Kok ok * *ok Kok *ok Kok

Velocidad de

clasificacion
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Tolerancia a ook * Kkokok ok Kskokok Kk
valores

faltantes

Tolerancia a

valores hokok * *ok Kok Kok Kk *k

irrelevantes

Tolerancia a
atributos Kok skokok * * Kokok Kok
interdepen-

dientes

Tolerancia al

ruido *% Kk KKk * k% *

Peligro de

sobreentrena- *x * koK *oHok s,k %

miento

Habilidad de

explicacion Kook * Kook Kok * Kskkok

Manejo del

pardmetro de Kkk * kK Kk * *kk

modelos

Generalmente las redes neuronales y las maquinas de vector soporte tienden a tener
un mejor desempeno en problemas continuos y multidimensionales [26]. A pesar de
que las maquinas de vector soporte muestran algunas ventajas sobre las redes
neuronales artificiales de primera y segunda generacién [36], en esta tesis se hizo
uso de las redes neuronales pulsantes ya que superan en desempeno a las redes de
primera y segunda generaciéon y ademas ofrecen una buena cercania a la realidad

biolbgica.
3.1.4 Redes neuronales

Las redes neuronales son una abstracciéon de modelos inspirados en las células

cerebrales y consisten en un conjunto de rasgos de entrada, por lo general binarios,

19




que son multiplicados por valores asociados a las neuronas llamados pesos
sinapticos, por lo general reales entre 0 y 1, y finalmente insertadas a una funcion
matematica que determina la activaciéon de la neurona, tal como se muestra en la

figura 3.1.4.1
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Figura 3.1.4.1. Neurona artificial

Al realizar el ajuste de los pesos sinapticos, mediante algoritmos de aprendizaje, se
pueden obtener salidas deseadas ante entradas especificas. Existen diferentes
algoritmos para ajustar los pesos y obtener el desempeno deseado de la red. Uno de
los algoritmos méas utilizados es el algoritmo de propagacién hacia atras, el cual,

utiliza el método del gradiente descendiente.

El nimero de modelos de redes neuronales artificiales es muy alto. Desde el primer
modelo propuesto por McCulloch y Pitts en 1943, se han desarrollado diferentes
modelos con diferencias entre ellos tales como: funciones matematicas de salida,
valores aceptables de entrada, topologias, algoritmos de aprendizaje, entre otras.
Todos estos modelos propuestos, recaen entre las primera y segunda generaciéon de
redes neuronales, las cuales, arrojan una salida binaria. Sin embargo, con el
objetivo de poder resolver problemas de una forma mas cercana a la forma de
operar de un cerebro humano, actualmente, se estd buscando migrar a modelos que
se asemejen mas al funcionamiento de las neuronas reales, tal como es el caso de las

neuronas pulsantes.

3.1.5 Redes neuronales pulsantes

Las redes neuronales pulsantes recaen en la tercera generacion de modelos de redes

neuronales, incrementando el nivel de realismo en una simulacién. Ademéas de un
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estado neuronal y sinaptico, las redes neuronales pulsantes incorporan el concepto
del tiempo al modelo. La idea es que las neuronas no se disparen en cada ciclo de
propagacion, tal como ocurre en las redes neuronales de perceptron, en cambio, se
disparan cuando un potencial de membrana alcanza un valor especifico. Cuando
una neurona se dispara genera una sehal que atraviesa otras neuronas

incrementando o decrementando su potencia de acuerdo a dicha senal.

Con el objetivo de mostrar una descripcion detallada de las redes neuronales
pulsantes utilizadas en la tesis, primeramente, se mostrarda una introduccion

bioldgica sobre las neuronas pulsantes y mas tarde el modelo matematico utilizado.

3.1.5.1 Neuronas pulsantes biolégicas

Durante los ultimos anos, la investigacion biolégica ha acumulado un enorme
conocimiento detallado acerca del funcionamiento y estructura del cerebro. El
proceso elemental consiste en unidades llamadas neuronas, estas neuronas estan
conectadas entre si en un patrén intrincado. En la realidad las neuronas corticales
y sus conexiones estan empacadas en una red densa con més de 1074 cuerpos

celulares y varios kilémetros de cables por milimetro ctbico [20].

Una neurona puede ser dividida en tres partes funcionales, llamada dendrita, soma
y axén. Las dendritas juegan el papel de dispositivo de entrada, la cuales, colectan
sefiales de otras neuronas y las transmiten al soma. El soma es la unidad central de
procesamiento y lleva a cabo un paso no lineal de gran importancia: si el total de
entradas exceden un cierto umbral, entonces la salida de la sehal es generada. La
senal de salida se transmite al dispositivo de salida llamado axén que le entrega la

senal a otras neuronas.

La figura 3.1.5.1.1 muestra las principales partes de la neurona.
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Figura 3.1.5.1.1. Partes de la neurona.

La unién entre dos neuronas se llama sinapsis. La neurona que envia la senal es
llamada pre-sinadptica y la receptora es llamada post-sinaptica. Cada neurona
comunmente se conecta con mas de 1074 neuronas post-sindpticas. Algunas de
estas ramas terminan en la neurona vecina, sin embargo, el axén se puede alargar

varios centimetros para alcanzar otras neuronas en areas mas lejanas del cerebro.

Las senales de las neuronas consisten en pulso eléctricos cortos que pueden ser
observados al poner un electrodo cerca del soma o axén de una neurona. Estos
pulsos, llamados potencial de accién o pulsos, tienen una amplitud de 100 mV y
tipicamente una duracién de 1-2 ms. Una cadena de potenciales de accion emitidas
por una sola neurona es llamada tren de pulsos, lo cual es, una secuencia de
eventos estereotipados que ocurren en un intervalo regular o irregular. Dado que
todos los pulsos de una neurona dada son parecidos, la forma del potencial no
acarrea ningun tipo de informacion. En cambio, es el niimero y tiempo de pulsos lo
que importa. Kl potencial de accién es la unidad elemental de la senal de

transmision.

Las acciones de potencial de un tren de pulsos usualmente estan bien separadas.
Aunque exista una entrada muy fuerte, es imposible excitar un segundo pulso
inmediatamente después del primero. La distancia minima entre dos pulsos define
el periodo de recuperaciéon absoluto de la neurona. Dicho periodo esta seguido de

una etapa donde es dificil, mas no imposible, excitar el potencial de accion [4].
3.1.5.2 Tipos de neuronas pulsantes

Dentro de la corteza cerebral existen varios tipos de neuronas, las cuales son

clasificadas de acuerdo al tipo de dinamica que muestran.
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La figura 3.1.5.2.1 muestra diferentes tipos de neuronas pulsantes que se han

estudiado en modelos matematicos.

Pulsos regulares Estallidos intrinsecos Vibratotio Pulsos répidos
] |
V() VALY L
Talamo cortical Resonador Pulso de umbral bajo

Figura 3.1.5.2.1. Tipos de neuronas pulsantes.

A continuacién se describe la dinamica de cada tipo de neurona.

Pulsos regulares: Son las méas encontradas en la corte cerebral. Cuando se les
presenta un estimulo prologado las neuronas disparan un tren de 5 picos con un
periodo corto entre los picos y después el periodo se incrementa. A esto se llama,

adaptacion de la frecuencia de pulso.

Estallidos intrinsecos: Las neuronas disparan 5 pulsos continuos antes de disparar

pulsos simples repetitivos.

Vibratorio: Las neuronas disparan pulsos muy cercanos. La frecuencia puede ser

tan alta como 40Hz.

Pulsos rapidos: Las neuronas pueden disparar trenes periddicos de potencial de

accion con extremadamente alta frecuencia practicamente sin ninguna adaptacion.

Pulsos de umbral bajo: Las neuronas pueden también generar trenes de pulsos de
alta frecuencia de potencial de accién, pero con una pequena frecuencia de

adaptacion. Estas neuronas tienen bajos umbrales de disparo.
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Télamo-cortical: Las neuronas tienen 2 regimenes de disparo. Cuando se resta (el
voltaje es alrededor de -60mV) y después cuando se despolariza exhiben un disparo

tonico.

Resonador: Las neuronas amortiguan o sostienen oscilaciones de sub-umbral. Las
neuronas resuenan a las entradas ritmicas teniendo una frecuencia apropiada. Es
importante notar que la neurona puede cambiar entre estados por un breve

estimulo temporizado apropiado [3].
3.1.5.3 Modelo de Izhikevich

En anos recientes han surgido modelos de neuronas pulsantes, los cuales, capturan
la naturaleza de las neuronas y pueden producir varios patrones de pulsos [2].
Entre algunos modelos destacan Hodgkin-Huxley [19], Integrate and fire [34],
FitzHugh-Nagumo [35], entre otros.

El modelo de Hodgkin-Huxley es uno de los mas detallados y mejor conocidos de
neuronas pulsantes. Describe de forma cuantitativa los comportamientos del nivel
ionico subcelular y la corriente de membrana controlando la generacion y
propagacion de los impulsos neurales. Aunque es biolégicamente significativo y
poderoso, el modelo es computacionalmente complejo para una simulacién de una
red neuronal a gran escala. Solamente modelos computacionalmente simples son
practicos a gran escala por su consumo limitado de hardware. Es por ello, que
algunos modelos simplificados como Integrate and fire han sido propuestos como
consecuencia. Sin embargo, a pesar de que estos modelos disminuyen

significativamente el costo computacional, se despegan enormemente de la realidad

[2].
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La figura 3.1.5.3.1 detalla una comparativa entre los modelos de neuronas pulsantes

més utilizados

 integrate-and-fire
4 .inlsgrala-and-ﬁre with adaptation

Malo

- qUuadratic integrate-and-fire
o
“Biy "
k=] 2
= .
= -..integrale-and-ﬁre-or—bursl .FitzHugh-Nagumo
B resonate-and-fire
k=] - .
= . Morris-Lecar
8 [ ]
. Hindmarsh-Rose_ Wil
€,  elznikevich (2003) e HICTET e e
r
& 5 13 e Hodgkin-Huxley
Eficiente Costo en flops Prohibido

Figura 3.1.5.3.1. Comparativa entre modelos de neuronas pulsantes [35]

Tal como se puede apreciar en la figura 3.1.5.3.1, el modelo realizado por
Izhikvevich tiene ventaja sobre los otros modelos propuestos ya que es un modelo
simplificado que reduce el costo en flops y su aproximacion a la realidad bioldgica

es muy buena.

El modelo esta basado en un par de ecuaciones diferenciales acopladas:

if

. v 2 Upeak
Co=k(v—uv.)(v—v)—u+1  then
= a{blv—uv,)—u} v
u—u-+d

El modelo tiene 9 parametros adimensionales. Dependiendo de los valores de a y b,
puede ser un integrador o resonador. Los parametros ¢ y d toman en cuenta la
accion de las corrientes del voltaje de umbral alto durante el pulso, y afectan el
comportamiento post-pulso, v es el potencial de membrana, u es la corriente de
recuperacion, C' es la capacitancia de la membrana, v, es el potencial de membrana,

de descanso y v es el potencial de umbral instantaneo.

El signo de b determina si u es amplificador cuando (b<0) o resonador (b>0). La
constante de tiempo de recuperacion es a. El valor de corte del pulso es vpea, y €l
voltaje de reset es c. El parametro d describe el monto total de corrientes salientes

menos las corrientes de entrada activadas durante el pulso.
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Las dinadmicas de otros tipos neuronales, incluyendo las del tronco cerebral,

hipocampo, ganglios basales, y el bulbo también pueden ser descritas por el modelo

3].

Es importante mencionar que en este modelo la variable I representa una inyeccion
de corriente a la neurona y, por lo tanto, se considera la variable de entrada en el
modelo. Por otro lado, la variable v, la cual, representa el potencial de membrana,
de la neurona pulsante, es la salida del modelo tal como se puede apreciar en la

figura 3.1.5.3.2.

Potencial de

Corriente (1) Neurona membrana (v)
-_—

pulsante

Figura 3.1.5.3.2. Entrada-salida del modelo de Izhikevich.

Como se menciond en la seccion 3.1.5, la neurona pulsante no genera una salida
binaria, al contrario, genera como salida un tren de pulsos tal como ocurre en las

neuronas reales. El tren de pulsos es originado por el potencial de membrana v.

Una vez que se inyecta una corriente [ a la neurona pulsante, el potencial de
membrana v empieza a cambiar su valor en funcién de los parametros del modelo y
de la corriente de recuperacion u, del tal forma, que cuando v alcanza el valor de
corte del pulso v, se considera que la neurona ha generado un pulso y el valor del

potencial de membrana y de la corriente de recuperacién reinicializan su valor.

3.1.5.4 Pulsos rapidos.

En el desarrollo de la presente tesis, se ajustaron los parametros del modelo de
Izhikevich para generar el patrén de disparo exhibido por los pulsos rapidos. La
razon por la cual se realizdé esta seleccion, fue que el tiempo transcurrido entre
pulso y pulso es siempre el mismo, y por ello, el cédlculo de la frecuencia en
cualquier ventana de tiempo es directo. La figura 3.1.5.4.1 muestra el patron

exhibido por los pulsos rapidos.
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Pulsos rapsdos

W

Figura 3.1.5.4.1. Pulsos rapidos.

El valor de los parametros seleccionados se muestra a continuacion:

'lf

' 7 v > 35
1001' = O' ,Jf(-l.‘ — GOJ(I‘ — _10) — u + I f] ’
1= 0.03{=2(v — 60) — u} then
u AR Al v —50
u < u+ 100

Una vez que se inyecta la corriente [ a la neurona pulsante, se genera un tren de
pulsos mediante el potencial de membrana v, sin embargo, el presente modelo no
cuenta con ningin parametro que contabilice el nimero de pulsos generados; es por
ello que fue necesario agregar un parametro extra llamado nP, para almacenar el
ntmero de pulsos generados en un lapso de 1000 ms. El modelo final utilizado para

la presente aplicacion es el detallado a continuacion:

'lf

v > 3D

1000 = 0.7(v — 60)(v —40) —u+ T  then

= 0.03{=2(v — 60) — u} v —50
u <+ u+ 100
nP < nP +1

La tabla 3.1.5.4.1 muestra un ejemplo numérico de céomo se genera un pulso

mediante el modelo descrito con un valor de corriente de entrada aleatorio.

27



Tabla 3.1.5.4.1. Ejemplo numérico de la generacién de un pulso.

Ms Corriente | Potencial de Corriente de v Nuamero de
de entrada | membrana v | dv/dt recuperaciéon u | du/dt | >= pulsos
I 35 generados
1 642 -60 -53.57 0 0 No 0
2 -53.57 -47.75 0 -.385 | No
3 -47.75 -41.99 -.3855 -1.10 | No
4 -41.99 -35.80 -1.108 -2.15 | No
) -35.80 -28.65 -2.1555 -3.54 | No
6 -28.65 -19.69 -3.542 -5.31 | No
7 -19.69 -7.49 -5.317 -7.57 | No
8 -7.49 10.95 -7.575 -10.4 | No
9 10.95 35 -10.49 85.55 | Si 1
10 -50 -45.12 85.55 82.39 | No

Durante la ejecuciéon del ejemplo anterior, el potencial de membrana v alcanzé el

valor de corte en 91 ocasiones dentro de una ventana de tiempo de 1000 ms y por

lo tanto se generaron 91 pulsos, los cuales, fueron almacenados en el parametro nP.

La figura 3.1.5.4.1 detalla la evolucién del ejemplo anterior dentro de la ventana de

tiempo de 1000 ms.

exactamente la misma amplitud de acuerdo a la definiciéon del modelo.

v

Potencial de membrana

2 8 & 8 8 3

40

0 100 200 300 400 500 600 700 600 WO 1000

Milisagundos

Es importante mencionar que todos los pulsos tienen

Figura 3.1.5.4.1. Ejemplo del tren de pulsos generado por la neurona de Izhikevich.
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3.1.5.5 Calculo de la corriente de entrada y frecuencia de salida.

La presente tesis hace uso de un vector de rasgos X y un vector de pesos W para
obtener la corriente I y asi calcular diferentes frecuencias para diferentes vectores

de rasgos de entrada tal como se puede apreciar en la figura 3.1.5.5.1.

X1

R

Xn

Figura 3.1.5.5.1. Conversion del vector de rasgos en corriente.

La corriente se calculé6 mediante el producto punto entre el vector de rasgos y los

pesos sinapticos tal como se muestra a continuacién:
I=0+x w

Existen un numero infinito de operaciones que se pueden realizar para determinar
la corriente de entrada, sin embargo, se ocup6 el producto punto debido a que los

rasgos utilizados en la presente tesis son linealmente separables.

Sin embargo, es importante resaltar que la operacién que se aplica entre ambos
vectores define la capacidad de la neurona, por ejemplo, si se hace uso del producto
punto, entonces los problemas que la neurona serd capaz de resolver deberan ser
problemas linealmente separables, mientras que si se hace uso de una operacion

exponencial o logaritmica entonces se podran resolver problemas no lineales.

Los valores de los pardametros que exhiben los pulsos rapidos en el modelo de
Izhikevich, requieren una inyeccion de corriente [ de 55pA para que la neurona
pulsante se active. Para la presente aplicacién, es fundamental que la neurona se
active en todos los casos, es por ello, que se establecié un parametro fijo, llamado

©, con valor de 55.

La figura 3.1.5.5.2 muestra un ejemplo numérico de cémo se transforma un vector

de rasgos de 2 dimensiones a una corriente, por medio del uso del producto punto
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entre el vector de rasgos y el vector de pesos. Una vez calculada la corriente, se

introduce al modelo de Izhikevich y se obtiene la frecuencia final.

1 100
1=
A I=55+(100%1) + (100)*1 255; SNN » F=120

1 100

Figura 3.1.5.5.2. Ejemplo del célculo de frecuencias con base en un vector de

rasgos.
3.1.5.6. Clasificacion mediante una neurona pulsante

El calculo de una frecuencia en base a un vector de rasgos permite poder resolver
problemas de clasificaciéon. La presente aplicacién, busca que vectores de rasgos
pertenecientes a la misma clase generen aproximadamente la misma frecuencia,
mientas que vectores de rasgos pertenecientes a diferentes clases deben generar una

frecuencia lo suficientemente diferente como para poder discriminar entre las clases.

Lo anterior se reduce a uno de los problemas clasicos de las redes neuronales
artificiales, el cual, consiste en realizar el ajuste de los pesos sinapticos, con base en
un conjunto de datos de entrenamiento, hasta encontrar un hiperplano que permita
realizar una clasificacion exitosa para nuevos datos de entrada. Para el caso de la
neuronales pulsantes, es importante poder encontrar un hiperplano que maximice la
separacion entre los vectores del conjunto de entrenamiento, de tal forma que
cuando se presenten nuevos datos de entrada desconocidos, la clasificacion pueda

ser lo mas precisa posible tal como se muestra en la figura 3.1.5.6.1.

Hiperplano
Hiperplano \ 6ptimo

Figura 3.1.5.6.1. Hiperplano que maximiza la separaciéon entre las clases.
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A continuacién se describe un ejemplo numérico de un problema de clasificaciéon en

dos dimensiones y su solucion mediante una neurona pulsante.

La Tabla 3.1.5.6.1 muestra un ejemplo numérico de un conjunto de entrenamiento.

Tabla 3.1.5.6.1 Conjunto de entrenamiento para el ejemplo numérico de un

problema de clasificacion.

Rasgo 1 Rasgo 2 Clase

100 100 2

La Tabla 3.1.5.6.2 muestra un ejemplo numérico de un vector de pesos (calculado
por un algoritmo explicado en la siguiente secciéon) que define un hiperplano en dos

dimensiones y la frecuencia generada por cada vector del conjunto entrenamiento.

Tabla 3.1.5.6.2. Frecuencia generada por el conjunto de entrenamiento para el

ejemplo numérico de un problema de clasificacion.

Rasgo 1 Rasgo 2 | Peso1l | Peso 2 Frecuencia
1 1 10.75 3.95 5
100 100 10.75 3.95 101

La Tabla 3.1.5.6.3 muestra un ejemplo numérico de una serie de vectores de prueba
para observar cémo se resuelve el problema de clasificacion mediante el uso de la
distancia euclidiana minima entre la nueva frecuencia generada y las frecuencias del

conjunto de entrenamiento.

Tabla 3.1.5.6.3. Clasificacién de los vectores de prueba para un ejemplo numérico.

Rasgo 1 Rasgo 2 | Peso 1 | Peso 2 Frecuencia Clase
30 30 10.75 3.95 44 1
70 70 10.75 3.95 81 2
60 60 10.75 3.95 70 2
40 40 10.75 3.95 50 1
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3.1.5.7. ;Por qué usar redes neuronales pulsantes?

Diferentes algoritmos pudieron ser utilizados para resolver el problema abordado en
la presente tesis, sin embargo, el uso de la neurona pulsante ofrece los siguientes

beneficios:

- A pesar de que las computadoras actuales aventajan claramente en tiempo de
procesamiento al cerebro humano, éste sigue siendo capaz de resolver problemas
que los algoritmos existentes no pueden solucionar. Las neuronas pulsantes ofrecen
una aproximacion mas cercana al comportamiento real de las neuronas de la
corteza cerebral y una perspectiva mas proxima de cémo el cerebro soluciona los

problemas.

- Similar a una maquina con vectores soportes, una neurona pulsante permite
mapear los datos a otro espacio dimensional. En el caso de la neurona pulsante,
ésta los mapea al dominio frecuencial, donde, clases que pudiesen estar muy
cercanas en el dominio original, se separan lo suficiente en el domino frecuencial
para poder discriminar entre ellos. Esto se logra al ajustar los pesos sinapticos de la
neurona mediante algoritmos exhaustivos, soluciéon de ecuaciones diferenciales o

computo evolutivo tal como lo realiza Roberto A. Vazquez [5].

- Una neurona pulsante permite que el sistema sea escalable dado que:

o Ofrece un modelo adaptativo y, por lo tanto, el presente sistema puede ser
llevado a un entrenamiento en linea donde se puedan agregar nuevos rasgos
y nuevos valores en tiempo de ejecuciéon. A diferencia de un arbol de

decision, por ejemplo, donde resulta mas complicado agregar nuevos nodos.

o A pesar de que una neurona de segunda generacién es capaz de resolver el
mismo problema, tal como se muestra en el apéndice D, un perceptron, por
definicién, trabaja con el producto punto entre los rasgos de entrada y los
pesos sinapticos. Por otra parte, una neurona pulsante no esta restringida a
trabajar con el producto punto y, por lo tanto, la operacion de entrada
llamada ntucleo (kernel), puede tomar diferentes formas y asi dotar a una

sola neurona pulsante de la capacidad de resolver problemas no lineales.
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3.2 Visién por computadora

La visiébn por computadora consiste en obtener, procesar, analizar y entender
imagenes del mundo real con el objetivo de producir informacién numérica o
simbolica [38]. La vision por computadora esta inspirada en duplicar las habilidades
de la visién del ser humano [39]. Las aplicaciones de la visiéon por computadora se
han dado desde tareas industriales hasta robots que comprenden su mundo

circundante [40].

Un sistema de vision por computadora donde se desee realizar el reconocimiento de

un objeto cuenta con los mdédulos mostrados en la figura 3.2.1 [41]:

\ Imagen

Pre-procesador

_{

Segmentador

_{

Detector de
rasgos

Rasgos \ Objetos candidatos
Clase de objeto
Formador de | Verificador de )
hipdtesis : hipétesis

Banco de
modelos

Figura 3.2.1. Componentes de un sistema reconocedor de objetos

Pre-procesado: Tiene como objetivo mejorar la calidad de la imagen para futuros
tratamientos. El proposito es que etapas posteriores del andlisis tengan mejores

posibilidades de éxito.

Segmentador: Busca particionar o dividir la imagen en un conjunto de sub-
imagenes de pixeles con la finalidad que cada sub-imagen aproxime en lo posible la

region de cada uno de los objetos de la imagen.

Extractor de rasgos: Aplica operadores sobre una imagen permitiendo identificar
rasgos que ayudan a formar una hipdtesis sobre la presencia de un objeto en la

escena.
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Generador de hipoétesis: Utiliza los rasgos extraidos de una imagen para asignar
certidumbres a los objetos presentes en la escena correspondiente. Se puede utilizar

métodos de computo suave durante esta etapa.

Modulo verificador: Hace uso de los modelos de los objetos contenidos en el banco
de modelos para verificar las hipétesis generadas por el mddulo generador de

hipotesis.

Durante la presente tesis se hizo uso del sistema de vision HAVIMO 2.0, el cual, ya
incorpora algunos de los moédulos mencionados anteriormente, sin embargo, el
presente sistema solamente esta interesado en obtener los rasgos del objeto, por lo

tanto, se prescindié del generador de hipdtesis y del modulo verificador.

A continuacién se hace una descripcion de algoritmos y técnicas utilizadas por el
sistema, de vision HAVIMO 2.0.

3.2.1 Reconocimiento del color

Es la habilidad de una entidad de software o de hardware de poder distinguir

objetos en base a su color, haciendo uso de la longitud de onda de luz que reflejan.

Por lo general se hace uso del espacio de colores RGB (rojo, verde, azul) con el
objetivo de poder definir todos los colores como combinacion de estos tres, sin
embargo, tiene algunas desventajas tales como: alta correlacion entre los canales,

no-uniformidad perceptual significante y combinaciones de iluminacion.

En la presente tesis se hizo uso del espacio de colores YC,C,, el cual, es un RGB no
lineal codificado, donde el color ya es representado mediante la iluminacién y
construido como la suma de los pesos de los valores de RGB. La Y representa la
iluminacién del componente mientras que C, y C, son la diferencia de los
componentes cromaticos de azul y rojo respectivamente. De esta forma se superan

las barreras mencionadas anteriormente.

Una vez establecido el espacio de colores que se ha de utilizar es necesario aplicar
los moédulos vistos en la figura 3.2.1 para poder extraer los rasgos del objeto

captado por la caAmara.
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3.2.2 Regiones crecientes

La segmentacion es el proceso de dividir una imagen digital en varias partes con el
objetivo de simplificar la representacion de una imagen en otra mas significativa y
mas facil de analizar. La segmentaciéon se usa para asignar una etiqueta a
cada pixel de la imagen de forma que los pixeles que compartan la misma etiqueta
también tendran ciertas caracteristicas visuales similares. Existen diferentes
métodos para realizar la segmentacion de una imagen, el sistema de vision

HAVIMO 2.0 hace uso del método llamado regiones crecientes.

Regiones crecientes es un método de segmentaciéon de imagenes basado en regiones
simples, el cual, consiste en examinar los pixeles vecinos de los puntos iniciales
llamados “puntos semilla” y determinar si dichos pixeles vecinos son parte de la

region o no. Los puntos semilla, en este caso, estan determinados por el color.
Algunas propiedades del algoritmo son las siguientes:

- La segmentacion debe estar completa, es decir, todo pixel debe estar dentro
de una region.

- Los puntos de una region deben estar conectados en un sentido predefinido,
por ejemplo, en cuatro conexos u ocho conexos.

- Las regiones deben ser disjuntas.

- Una region solamente puede contener pixeles de la misma clase.

- Las regiones diferentes pertenecen a clases diferentes.

3.2.3. Extraccion de rasgos

Una vez que se ha utilizado el método de segmentaciéon por regiones crecientes, se
procede a la etapa de extraer los rasgos. Los rasgos son un medio por el cual

nosotros podemos definir objetos después de su segmentacion.

Los rasgos utilizados para la presente tesis estan basados en sus momentos
geométricos cartesianos. Para el caso bidimensional f(x,y), el cual, supone ser una
funcién continua por partes y con soporte compacto. El momento de orden (p+gq)

se define como:
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Mpq = [ 2Py? f(x, y)dzdy

En el caso de una imagen binaria con valores de {0,1} la ecuacién toma la forma:

Mpqg = > > rPyP

Dentro de la presente tesis se utilizaron rasgos derivados de estos momentos entre

los cuales destacan:

Suma de pixeles en el eje x: Determina el tamaiio de la base del objeto segmentado.

Para obtener esta informacion se hace uso del momento mI10.

Suma de pixeles en el eje y: Determina la altura del objeto segmentado. Para

obtener esta informaciéon se hace uso del momento mol1.

Area: Para imagenes de color, es la suma de todos los pixeles que tienen el mismo
color correspondiente a la regién. En el caso del area, se calcula mediante el

momento m0o.

Centroide: Determina exactamente el pixel que se encuentra en el centro de la
imagen, es por ello, que es necesario tener un centro para el eje X y un centro para

el eje y. Los centros son calculados de la siguiente manera:

™M10
™Moo

Cr =

c __ MmMo1
Y = moo
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3.3 Loégica difusa

La teoria de conjuntos fue introducida a principios de la década de los sesenta, por
el Dr. Lofti A. Zadeh, profesor del Departamento de Ingenieria Eléctrica y Ciencias
de la Computacion perteneciente a la Universidad de California en Berkeley. La
idea nace de la necesidad de dar solucién a problemas de clasificacién de categorias
imprecisas, ya que en analisis de sistemas, las técnicas convencionales eran

demasiado precisas o poco flexibles ante problemas del mundo real.

Durante las décadas de 1960 y 1970, Zadeh public6 articulos con toda la teoria que
fundamenta la logica difusa. En dichos articulos publicé los conceptos tales como

funciones de membresia, variable lingiiistica, grafica difusa, reglas difusas.

Dos o tres anos mas tarde Mamdani y Assilian publicaron un articulo, en el que
demuestran el alcance de la teoria de logica difusa como parte de un controlador,
implementado en un control para un motor de vapor, con el uso de conjuntos
difusos, variables lingiiisticas y reglas difusas del tipo “Si (condicién) entonces
(realiza)”, las cuales desde entonces se usan con éxito para dar solucién a sistemas

de control del mundo real.
3.3.1. Conjuntos difusos

Es un conjunto que puede contener elementos con grados parciales de membresia es
decir, que sus elementos no le pertenecen de una manera absoluta, sino de forma
graduada. El nivel de membresia de cada elemento a un conjunto difuso, indica lo
que se denomina funcion de membresia, a diferencia de los conjuntos clasicos en
donde un elemento pertenece o no pertenece, pues los métodos que usa la logica

matematica clasica son muy restrictivos.
3.3.2 Variable lingiiistica

Una variable lingiiistica, es una variable cuyos valores son palabras o sentencias en
un lenguaje natural. Por ejemplo, la distancia que marca un espacio entre dos
puntos, Distancia es una variable lingiiistica y sus valores son, "muy grande',
"grande"’, "pequena', "muy pequena", "'nula", es decir que se escogeran palabras de
preferencia cortas que sean descriptivas con relacion al significado de la variable

lingiiistica elegida.
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3.3.3. Funciones de membresia

Esta funcion esta en el intervalo 0 y 1, es decir, esta funcién da para cada punto en
el eje x (universo de discurso), un grado de membresia, siendo 1 el valor de

membresia maximo. A continuacién se enlistan las funciones de membresia

utilizadas en la presente tesis.

Funcién triangular: Transforma un valor numérico x* en un conjunto difuso. La

funciéon de membresia esta dada por:

(0 r<a

jA(A) = ¢ — a<x<bh

C—X
— b<ax<c

0 c<x

La figura 3.3.3.1 detalla la funcién de membresia triangular

Ha(X)A

1.0f====7========7==~

0.0

[ 4

Figura 3.3.3.1 Funcién de membresia triangular

Funcién trapezoidal: Transforma un valor numérico real x* en un conjunto difuso

A, el cual, posee la siguiente funciéon de membresia trapezoidal:

0 r<a

— a<z<bh
pa(A) =<1 b<ux<ce
”';’ c<x<d

0 d<ux
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La figura 3.3.3.2 detalla la funcién de membresia trapezoidal.

Figura 3.3.2.2. Funcién de membresia trapezoidal.
3.3.4. Base de reglas difusas

La base de reglas es la forma en que el sistema difuso almacena el conocimiento
lingiiistico que le permiten resolver el problema para el cual ha sido disenado. La

estructura de estas reglas es del tipo SI-ENTONCES, se muestra a continuacion:

SI (la entrada es pequenia) ENTONCES (la salida es grande)
Antecedente Consecuente

El modelo formal de las reglas difusas esta dado por la siguiente expresion:
Sl ates A1y. ..y xnes An ENTONCES z=B1
En donde:

- al es el antecedente, o variables lingiiisticas de entrada.

- A1, . . An y Bi1 son conjuntos difusos, siendo R una relacién discreta que
puede definirse por una funcion tipica que asigna 1 a cada combinacion de
elementos de universo que pertenecen a la relacion y 0 a los que no
pertenecen.

- z&V son las variables lingiiisticas de salida.

- U es el conjunto universal de entrada.

-V es el conjunto universal de salida.

En una maquina de inferencia difusa los principios de légica difusa se utilizan para

combinar las reglas difusas SI-ENTONCES de la base de reglas difusas en una

relacion de un conjunto difuso A en U a un conjunto B en V.
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Una regla difusa SI-ENTONCES es interpretada como una relaciéon difusa en el

espacio entrada-salida UxV.
3.3.5. Modelo de inferencia de Mamdani

El modelo de inferencia de Mamdani o también conocido como método de

inferencia min-max, es el utilizado en la presente tesis como funciéon de implicacién.

La figura 3.3.5.1 muestra los componentes del modelo de inferencia tipo Mamdami.

R1:IF X1 then
L i

RzIF X2 then
Y2

Entrada @ Salida
Difusa Difusa
Mecanismo /
I:D? Fusificador I::> de Inferencia I:> Desfusificador
Difusa
%
i \'-\.

Figura 3.3.5.1. Modelo de inferencia tipo Mamdami.

En el mecanismo de inferencia los conjuntos antecedentes se someten a una
operacion min, mientras que los consecuentes obtenidos se someten a una operacion
max y se obtiene un conjunto difuso al cual se le aplica un defusificador para

obtener un valor real.
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3.4 BIOLOID Premium Kit

Dentro de la linea de modelos de la marca ROBOTIS se encuentra el modelo
BIOLOID. Este modelo cuenta con diferentes Kits para su distribucion y, a su vez,

cada uno de ellos tiene diferentes caracteristicas. La tabla 3.4.1 resalta las

principales caracteristicas de los Kits del modelo BIOLOID.

Tabla 3.4.1. Comparativa entre los KITS de BIOLOID

Descripcién Bioloid Beginner Kit Bioloid Bioloid Premium Kit
Comprehensive Kit
Imagen
Controlador CM-5 CM-5 CM-510
DYNMYXL AX-12A : 4EA AX-12A : 18EA AX-12A : 18EA
(servomotor)
Sensor AX-S1 AX-S1 GYRO, DMS, IR
S/W SOFTWARE BIOLOID | SOFTWARE BIOLOID RoboPlus
Alimentacié Pila NIMH 9.6V Pila 9.6V Pila LIPO 11.1V
n SMPS 12V 5% SMPS 12V 5A SMPS 12V 52
Control RC-100 (Opcional) RC-100 (Opcional) RC-100
remoto ZIG-100 set (Opcional) ZIG-100 set (Opcional) ZIG-110 set (Opcional)
Manual Inicio Rapido (14 robots) | Inicio Répido (26 robots) | Inicio Répido (3 robots)
Guia de usuario Guia de usuario e-manual (26 robots)

Para el presente trabajo se hizo uso del BIOLOID PREMIUM KIT debido a las

ventajas que ofrece en comparacion de los otros modelos entre las cuales resaltan:

- Excelente al caminar. Autoajusta su posicion mientras camina.

- Permite programar el robot en lenguaje C o con ayuda del software
especializado llamado Roboplus.

- Incluye sensores tales como infrarrojo, giro y distancia.

- Es posible incorporar dispositivos periféricos tales como la camara para

incrementar las capacidades del robot.
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- Permite establecer una comunicacién inaldmbrica entre el robot y la

computadora por medio de la tecnologia Zigbee

El BIOLOID Premium Kit tiene la opcién de armar humanoides de 3 tipos

diferentes, cada uno de ellos con distintas opciones al caminar.

La figura 3.4.1 muestra los 3 tipos de humanoides. A la izquierda se ubica el tipo

C, al centro el tipo A y a la derecha el tipo B

Figura 3.4.1. Tipos de humanoide del BIOLOID Premium Kit

La tabla 3.4.2 muestra una comparativa entre cada tipo de humanoide

Tabla 3.4.2. Comparativa de las caracteristicas de los humanoides

Tipo Caracteristicas

- 18 servomotores
- 1.7kg

A - 39.7 cm

- Pasos estables y

omnidireccionales

- 16 servomotores

- 1.6 kg

- 39.7 cm

B - Capacidad de cambiar direcciéon
mientras anda

- 2 Dynamixeles disponibles para

otras funciones

- 16 servomotores
- 1.6 kg
- 38.6 cm
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C - Capacidad de ir de lado mientras
camina.
- 2 Dynamixeles disponibles para

otras funciones.

Los principales componentes del BIOLOID Premium Kit se muestran en la figura

3.4.2.

[ casao a* |
.

| Controlador

Figura 3.4.2. Principales componentes del BIOLOID Premium Kit
3.4.1 Dynamixel AX-12A

El BIOLOID PREMIUM KIT contiene un total de 18 dynamixeles AX-12A los
cuales constituyen las articulaciones del robot humanoide y le permiten ejecutar

movimientos.

La figura 3.4.1.1 muestra el dynamixel AX-12A

Figura 3.4.1.1. Dynamixel AX-12A

El dynamixel AX-12A es un servomotor digital que tiene la capacidad de controlar

su velocidad, temperatura, posicion, tensiéon y carga soportada, esto es posible
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debido a que cada uno de ellos contiene un microcontrolador que entiende 50

comandos los cuales fijan y leen parametros que definen el comportamiento del

servomotor.

La tabla 3.4.1.1 muestra las principales caracteristicas del dynamixel AX-12A

Tabla 3.4.1.1. Principales caracteristicas del dynamixel AX-12A

Caracteristica Valor
Peso 54.5 gr.
Dimensiones 32mm*50mm*40mm
Resolucion 29°C
Torque 15kgf.cm(con 12.0V y 1.5A)
Voltaje de alimentacion 9 ~ 12V (Recomendado 11.1V)
Temperatura -5°C ~ +70°C
ID (0~253)
Velocidad de comunicacion 7343bps ~ 1 Mbps
Material Plastico de ingenieria,
3.4.2 CM-510

La figura 3.4.2.1 muestra la vista frontal del CM510

Figura 3.4.2.1. Controlador CM510

El CM510 es el cerebro del robot. Contiene el microcontrolador Atmega2561 y

entre sus funciones destacan:
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- Coordinar los movimientos del robot.
- Obtener el voltaje necesario para alimentar todos los componentes.
- Permitir programar diferentes movimientos y tareas.

- Fungir como interfaz entre la computadora y periféricos.

La tabla 3.4.2.1 muestra las principales caracteristicas fisicas y eléctricas del CM-

510.

Tabla 3.4.2.1. Caracteristicas del CM-510.

Caracteristica Valor
Peso 51.3 gr.
Microcontrolador ATMega2561
Voltaje de alimentacion 6.5V ~ 15V (Recomendado 11.1V)
Corriente de alimentacion 50 Ma
Corriente méaxima soportada 10A(Fusible)
Temperatura -5°C ~ +70°C

3.4.3 USB2Dynamixel

Dado que la comunicacion entre el BIOLOID Premium Kit con la PC es de forma
serial, y ademas, la mayoria de las computadoras actuales no tienen este tipo de
puerto, el Kit contiene un componente llamado USB2Dynamixel, el cual, es un
dispositivo que funge como interfaz y permite controlar cada uno de los

dynamixeles a través de la PC por medio de su conexién al CM-510.

La figura 3.4.3.1 detalla el uso del USB2Dyamixel para realizar la comunicacion

entre el robot y la PC.

s
<JEE| IL

45




Figura 3.4.3.1. a) Control de dynamixeles usando PC b) Controlando por del

puerto serial ¢) Comunicacién inaldmbrica.
3.4.4 Zig-100/110

La figura 3.4.4.1 muestra los médulos Zig-100/110.

SLZIG-100 ZIG-110

(] L

Figura 3.4.4.1. Zig-100/110.

El Zig-100/110 son un par de médulos que permiten realizar la comunicacién
inalambrica entre el robot y el control inaldmbrico, durante la ejecucion de tareas.
La comunicacion se logra mediante la tecnologia Zigbee, la cual, permite enviar y

recibir datos en un area geografica pequeiia.

Con el objetivo de realizar la comunicacion inalambrica entre la PC y el robot es
necesario hacer uso de un modulo extra llamado Zig2serial el cual se muestra en la

figura 3.4.4.2.
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Figura 3.4.4.2. Zig2Serial.

A este modulo es necesario conectarle el Zig-100 tal como lo muestra la figura
3.4.4.3.

ZIG-100 Antenna

Figura 3.4.4.3. Conexién entre Zig2Serial y Zig-100.

Finalmente, con el objetivo de lograr la comunicacién inalambrica, se conecta el
Zig2Serial al USB2Dynamixel y este a la computadora tal como se muestra en la

figura 3.4.4.4.

Figura 3.4.4.4. Conexién entre el Zig2Serial y el USB2Dynamixel.
3.4.5 Sensor de distancia

Es un sensor utilizado para detectar objetos o paredes en una cierta distancia. La

figura 3.4.5.1 muestra el sensor de distancia.
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Figura 3.4.5.1. Sensor de distancia.

La figura 3.4.5.2 muestra la relaciéon que existe entre los valores arrojados por el

software de roboplus y la distancia en centimetros de un objeto cercano al sensor.

——— White paper

Re Vi)
e Gra
(Reflective rafio:18%)

o
0 10 20 30 40 50 60 70 &0
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-
8

Distance Sensor RoboPius Output Value
g

Figura 3.4.5.2. Distancia vs valor arrojado por el sensor de distancia.

3.4.6 Sensor de giro

Es el sensor que mide la velocidad angular, calcula en qué lado el robot esta
poniendo mas potencia. Este sensor permite garantizar que el robot camine de
forma estable y sin caerse constantemente. La figura 3.4.6.1 muestra el sensor de

giro del BIOLOID Premium Kit.

The direction where ¥ axial
angular velocity increases

X
The direction where X axial
angular velocity increases

Figura 3.4.6.1. Sensor de giro.
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3.4.7 Roboplus

Roboplus es un software especializado para el BIOLOID Premium Kit que permite
manipular, administrar y programar al robot mediante una PC. Las tres

aplicaciones que Roboplus contiene para poder realizar esto son:

Roboplus Task: Permite crear archivos tipo task, con los cuales, podemos
programar bifurcaciones, ciclos, funciones, entre otros dentro de la memoria del

robot.

La figura 3.4.7.1 muestra la aplicaciéon del Roboplus Task.

Files(F) EdIE} Program{F} Tool{T) Help(H)
O S & 4 530 oe | & E Controler: CM-100 - Parti COMI 5

El STaRT PROGRAM ~
10

11 MaximumSpeed = 1023

1z

13 IF (@ Button count [ < 3 )

14 {

18 IF (o My D == FALZE )

16 {

17 SRC-100 Channel | = |# Button count

18 WaitingTime = 0.768sec

19 b

20 ELSE

21 {

2z WaitingTime = 0.256sec v
< >

=== Sentence Checklollo_bug_product_en) ===
Varlable size! 6/50 (12.0%)

Memory size of the program: 945/1024 byte (32.3%)
=== Total Error: 0 ===

Feady

Figura 3.4.7.1. Roboplus Task.

Roboplus Motion: Permite crear archivos tipo motion, con los cuales, podemos
programar los movimientos del robot controlando los actuadores. Con este tipo de
archivos podemos programar tanto la posicién como la velocidad de cada uno de los

18 actuadores.

La figura 3.4.7.2muestra la aplicacion del Roboplus Motion.
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Figura 3.4.7.2. Roboplus Motion.

Roboplus Manager: Permite administrar cada componente del dispositivo.
Mediante esta aplicacién se pueden ajustar y modificar cada una de las propiedades
de los dynamixeles, sensores y otros periféricos. Ademéas se puede restaurar el

firmware de los componentes y reinicializar sus valores de fabrica.

La figura 3.4.7.3 muestra la aplicacién del Roboplus Manager

P HOBOPIUS Manager =i

FEIEEY B
= o R E—

=@ AlACTUATOR Contraller | Ext, Equipment ] [/
HEBBE :i::é: i Address Description Value [
[oo0s] ax-12e ||| L] 31 [ AuxLED 0
D a2, (| 22 {Bnen Ol
10007 Ax-12+ || |@®] 3 | Timer 0
18] ax-12+ ||\[jo | 3¢ | Remote ID 65535
ot e | My Remoe i
[D:011] AX-12+ 5| Present Yoltage 123 [y

[ID:012] AX-12+
[ID:013] Ax-12+
[ID:014] AX-12+ .
[ID:015] AX-12+ Dynamixe| Search

[ID:016] AX-12+ Search List
[ID:017] AX-12+
[ID:018] AX-12+ Dynamixel Scan .

B [ID:108] &x-520

Dynamixel Search

——

Connection Complete (Controller Firmware Version : 1,1983)

Figura 3.4.7.2. Roboplus Manager.
3.4.8 Camara HAVIMO 2.0

La camara HAVIMO 2.0 es un sistema de vision por computadora para
microprocesadores de baja potencia. El sistema hace el procesamiento de la imagen

y los resultados son obtenidos via serial. La figura 3.4.8.1 muestra la céamara

HAVIMO 2.0.
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Figura 3.4.8.1. Camara HAVIMO 2.0.

El algoritmo utilizado para realizar el analisis de imagenes es el de regiones

crecientes. HAVIMO 2.0 tiene la gran ventaja que es un sistema que es compatible

con ROBOTIS y puede ser integrado con los programas de RoboPlus.

La tabla 3.4.8.1 muestra las principales caracteristicas de la camara.

Tabla 3.4.8.1. Principales caracteristicas de la cAmara HAVIMO 2.0.

Caracteristica HAVIMO 2.0
Resolucién 160*120 pixeles
Cuadros por segundo 19 Fps

Numero de colores detectables

Hasta 256 colores

Regiones detectables por cuadro

Hasta 15 regiones

Tipo de comunicacién

Serial

Software soportado

Roboplus (ROBOTIS)
Programacion en C
Firmware RBC

Hardware soportado

CM-5
CM-510
USB2Dyanmixel

Con el objetivo de utilizar la camara HAVIMO 2.0 ésta debe ser calibrada

mediante el uso de una computadora. La figura 3.4.8.2 detalla las diferentes formas

en las cuales se puede realizar la conexién entre la cdmara HAVIMO

computadora.

y la
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b) In-System Calibration in ROBOTIS Mode
short circuit

RBC

¢) In-System Calibration in RoboBuilder Mode
Figura 3.4.8.2. Conexién entre la cAmara HAVIMO 2.0 y la computadora.

Con el objetivo de realizar la calibracion de la cAmara HAVIMO 2.0 con una PC es
necesario descargar un software especializado llamado HAVIMO GUI el cual
puede ser adquirido en la siguiente pagina de Internet:

http://sourceforge.net/projects/havimo/.

La figura 3.4.8.3 muestra la interfaz usada por HAVIMO GUI.

[Bscharouna

#aG (10,

Figura 3.4.8.3. HAVIMO GUL

Dado que la cdmara HAVIMO 2.0 es compatible con el robot humanoide, es posible
acceder a la informacién procesada por la camara durante la ejecucion de un
programa en RoboPlus Task. La figura 3.4.8.4 detalla la informacién a la que se

puede acceder durante la ejecucién de un programa.
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Numero de pixeles
Max Y e

CY

MnY sfm

Min X Cx Max X
Figura 3.4.8.4. Datos accesibles desde un programa en RoboPlus Task.

A pesar de que la camara HAVIMO 2.0 es compatible con el robot BIOLOID y
mediante un programa se pueden acceder a los datos, no es posible acceder a la
imagen capturada.

3.4.9 Montaje de la cAmara HAVIMO 2.0 en el BIOLOID Premium Kit

A pesar del hecho que la camara HAVIMO 2.0 es compatible con el BIOLOID
Premium Kit, ésta no es parte del Kit original y por lo tanto no existe un lugar

designado en la estructura del robot para colocarla.

Debido a ésta limitante, se realizaron algunas modificaciones en la estructura
original del robot. El objetivo fue obtener un sistema mas flexible que permitiera al
robot humanoide mover la camara HAVIMO 2.0 tanto en un plano transversal
como coronal. La figura 3.4.9.1 muestras las modificaciones que se realizaron en la

estructura del robot humanoide.

Figura 3.4.9.1. Modificaciones estructurales en el robot humanoide.

Tal como se puede apreciar en la figura 3.4.9.1, se removieron los dos motores que

se encontraban en los antebrazos de la estructura original y se colocaron en la
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cabeza del robot. Asi mismo, la camara HAVIMO 2.0 se monté en uno de los

motores colocados en la cabeza.

De ésta forma, se cre6 un sistema mas flexible, otorgando al robot la capacidad de
hacer un barrido del mundo exterior mediante el movimiento de los motores
montados en la cabeza y la continua captura de imagenes por parte de la camara
HAVIMO 2.0.

3.5 Java Speech

El API de Java Speech (JSAPI) es una extensién de la plataforma Java, la cual,
define una interfaz de software multiplataforma estandar y facil de usar para

implementar la tecnologia de habla.
Java Speech ofrece las siguientes ventajas:

- Provee soporte para sintetizadores de voz y para sistemas de reconocimiento de
habla.

- Provee una interfaz multiplataforma y multiproveedor robusta para la sintesis y

reconocimiento del habla.
- Permite el acceso al estado del arte de la tecnologia del habla.
- Es simple, compacto y facil de aprender.

La figura 3.5.1 muestra las partes principales del API.

I de Java S I

Producto
propietario

Motor de habla

HW: placa de audio, parlantes, microfonos

Figura 3.5.1. Partes del API de JavaSpeech.

A pesar de que JavaSpeech puede ser utilizado para sintesis, la presente tesis solo
hace uso del motor reconocedor de voz para poder transmitir el comando de forma

verbal.
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El API funciona mediante la definicion de una gramatica que debe seguir un
formato especifico. Primeramente se deben definir los datos y més tarde las posibles
combinaciones que pueden existir entre los datos.

Un ejemplo del formato se detalla a continuacion.

Datos:

<datol>=X;
<dato2>=Y;
<dato3>=Y7;

Combinaciones:
[<datol><dato2>]
[<datol><dato3><dato2>]
[<dato3>]

Gramadtica que el sistema reconocera:

XY
XZY
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Capitulo 4

Metodologia

En este capitulo se presenta a detalle la metodologia desarrollada para realizar el
aprendizaje supervisado que permita al robot humanoide BIOLOID desplazarse y
manipular objetos. De igual forma se muestran los procedimientos y conceptos més
relevantes bajo los que se construyeron los algoritmos que combinan las técnicas del
area de vision por computadora, redes neuronales pulsantes y control difuso, para
la ejecuciéon de las acciones dirigidas a cumplir con los objetivos de esta tesis.

4.1 Descripcion del sistema

Fl sistema cuenta con dos moédulos: la computadora, que a su vez contiene la
neurona pulsante, el sistema de control difuso y el API de Java Speech, los cuales,
son utilizados para clasificar la accién del robot de acuerdo al patréon de entrada,
calcular el tiempo que la accion serd ejecutada y reconocer del comando verbal
respectivamente. Por otra parte, el sistema cuenta con un robot humanoide
BIOLOID que envia los rasgos capturados del medio hacia la computadora tal

como se puede apreciar en la figura 4.1.1.

Figura 4.1.1. Médulos del sistema.

4.2 Arquitectura del sistema

La arquitectura del sistema esta detallada en la figura 4.2.1.
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Neurona pulsante

Sistema

BIOLOID Acciény difuso
con tiempo
camara

Havimo ! Clasificador

e
Base de
conocimiento

Figura 4.2.1. Arquitectura general del sistema.

Tal como se puede apreciar en la figura 4.2.1, él sistema contiene 2 moddulos

generales: el robot (verde) y la computadora (azul).

En un inicio, el robot humanoide se coloca en un punto aleatorio del espacio de
trabajo al igual que los 2 objetos descritos en las condiciones iniciales del capitulo
1. Cuando el usuario pronuncia un comando verbal, la computadora hace uso del
API de Java Speech para transformarlo a la instruccién que define cual sera la

tarea a realizar y se envia la orden de activacion al robot.

El robot humanoide BIOLOID hace la busqueda del objeto deseado mediante un
movimiento en el plano transversal del motor que tiene montado el sistema de
vision HAVIMO 2.0, el cual, toma fotos cada 0.2 segundos hasta localizar el
objetivo. Una vez localizado el objeto, el robot toma la informacion capturada por
la camara y los sensores y la transmite de forma inaldmbrica a la computadora
mediante el modulo Zig 100. La informacién recibida por la computadora se
introduce a la neurona pulsante y al sistema difuso con el objetivo de obtener la
accion correspondiente y el tiempo que serd ejecutada. Finalmente los datos son
enviados al robot y el ciclo se repite hasta que se logra la tarea especificada por el
comando verbal del usuario.
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4.3 Mddulo: Robot humanoide

El moédulo del robot consiste en dos partes. Primeramente en la extracciéon de
rasgos, los cuales, son la informacion capturada del entorno por medio de la
camara, el sensor de distancia y la posicion de los motores. La segunda parte
consiste en la accién a ejecutar y el tiempo de ejecucion definidos por la

computadora.

4.3.1 Rasgos

Con el objetivo de extraer informacion relevante acerca de la posicién actual del
robot con respecto al objeto a tomar o a la posicion meta, fue necesario seleccionar

rasgos de orientacion, cercania y posicion.

La figura 4.3.1.1 muestra lo descrito anteriormente.

Posicion del motor
de lacamara
HAVIMO

Cx

cy

Numero de Pixeles

Sensor de distancia

Figura 4.3.1.1. Rasgos seleccionados.

A continuacion se describe en qué consiste cada uno de los rasgos.

Posicién del motor con movimiento transversal: Cuando el sistema de vision
HAVIMO 2.0 montado en un motor con movimiento transversal localiza el objeto,
el motor, automaticamente se detiene y se guarda la posicion actual del mismo.
Este rasgo es de gran importancia ya que permite saber si el objeto esta hacia la

izquierda o derecha del robot y ademas en qué medida.

Centroide x y y: Permite posicionar al robot con respecto al objeto para tormarlo.

Eiste rasgo ofrece el detalle cuando el robot se encuentra mas cercano al objeto.
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Sensor de distancia: Este rasgo es el que le permite al robot conocer su distancia

con respecto al objeto a tomar, en caso de encontrarse al menos a 30 cm del mismo.

Numero de pixeles: Este es un rasgo que es utilizado una vez que el objeto ya ha
sido tomado y se esta buscando llevarlo hasta la posiciéon meta. Dado que el sensor
de distancia se inhabilita, la inica manera que el sistema puede saber la cercania
con respecto a la meta esta basada en el nimero de pixeles obtenidos por el sistema
de vision HAVIMO 2.0.

Algunos rasgos recibidos por la computadora son introducidos a la red neuronal
pulsante para obtener la accién a realizar y otros al sistema difuso para saber

cuanto tiempo se ejecutara la accion.

La figura 4.3.1.2 detalla los rasgos introducidos a la red neuronal pulsante y los

rasgos introducidos al sistema difuso.

Posicién del motor

dela cdmara
HAVIMO

Red Neuronal

Cx pulsante

Cy

Sensor de distancia
Posicién del motor de

la cdmara HAVIMO
Cx
Cy
Numero de Pixeles

Sensor de distancia

Posiciéon del motor

dela camara ) :
HAVIMO Y| Sistema difuso

Nuamero de pixeles

Figura 4.3.1.2. Division de los rasgos obtenidos por la computadora.
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4.3.2 Acciones del robot

Con el objetivo de poder ejecutar la tarea, el robot se debe desplazar con una
orientacion, una direccion y un sentido. Para lograr esto, es necesario programar
valores en cada uno de los 18 actuadores que le permitan al robot poder ejecutar

diferentes acciones mediante el software de RoboPlus Motion.

Las acciones definidas que el robot puede ejecutar son las mostradas en la figura

4.3.2.1.

Girar
AL Avanzar
izquierda

Lateral
derecha

-

Lateral
Tomar objeto izquierda

Figura 4.3.2.1. Posibles acciones del robot humanoide.

Avanzar: El robot se desplaza hacia adelante en el plano frontal.

Girar a la derecha: El robot realiza un movimiento rotatorio sobre su propio eje

hacia el lado derecho de aproximadamente 30°.

Girar a la izquierda: El robot realiza un movimiento rotatorio sobre su propio eje

hacia el lado izquierda de aproximadamente 30°.

Lateral derecha: El robot realiza un desplazamiento hacia su costado derecho sin

girar en su eje.

Lateral izquierda: El robot realiza un desplazamiento hacia su costado izquierdo sin

girar en su eje.

Tomar objeto: El robot ejecuta la accién de agacharse, abrir los brazos y cerrarlos.

De esta forma es posible realizar la toma del objeto.
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4.4 Médulo: Computadora.

El médulo computadora cuenta con tres sub-modulos para procesar la informacion
proveniente del robot y el usuario. La figura 4.4.1 muestra los sub-modulos de la

computadora.

Figura 4.4.1 Sub-médulos de la computadora.
4.4.1 Neurona pulsante.

La neurona pulsante de Izhikevich es un sub-moédulo de la computadora. Debido a
su capacidad de generalizacion, es utilizada para clasificar los rasgos enviados por

el robot y obtener la acciéon correspondiente a realizar.

La neurona pulsante de Izhikevich cuenta con un conjunto de entrenamiento vy,
mediante un algoritmo exhaustivo de ajuste de pesos sinapticos, calcula el
hiperplano que permite realizar una clasificacién exitosa para nuevos datos de

entrada.

4.4.1.1 Conjunto de entrenamiento.

Con el propdsito de crear el conjunto de entrenamiento, se posicioné al robot y al
objeto en diferentes configuraciones, de tal forma, que el robot realizaba la
bisqueda del objeto y, en el momento de localizarlo, los rasgos descritos en la
secciéon anterior se almacenaban. De acuerdo a la percepcién del usuario, dichos

datos fueron etiquetados con una acciéon correspondiente.
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La figura 4.4.1.1.1 muestra como se realizdé la captura de los datos y las etiquetas

que se otorgaron para dicha posiciéon de acuerdo al punto de vista del usuario.

(a) (b)

(c) (d)

Figura 4.4.1.1.1. Construccién del conjunto de entrenamiento. a) Girar derecha. b)

Tomar objeto. ¢) Avanzar. d) Girar izquierda.

Para facilitar la captura de los datos en la PC, se realizé una interfaz la cual se

muestra en la figura 4.4.1.1.2.
Una vez capturados los datos, se calculé el promedio de los datos pertenecientes a

cada clase. Finalmente la tabla 4.4.1.1.1 muestra el conjunto de entrenamiento
etiquetado de acuerdo a la percepcién del usuario.
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[N c\Users\Lulu\Desktop\Maestria\Tesis\ZIGBEE_SDK_Win32_w1_

Succeed to open Zig2Serial!

» Lateral iz rda
Lateral derecha

a opcion deseada:1

21

132

118
114
125

132

125

21
114 186

Figura 4.4.1.1.2 Interfaz para capturar datos

Tabla 4.4.1.1.1. Conjunto de entrenamiento de la red neuronal pulsante.

Accion Posicion Cx Cy Sensor de
Motor distancia
Avanzar 514 118 93 59
Girar derecha 416 141 19 61
Girar izquierda 291 16 17 65
Lateral 255 133 87 66
derecha
Lateral 156 12 90 80
izquierda

Tomar objeto 514 125 118 400

4.4.1.2 Entrenamiento de la neurona pulsante.

Con el objetivo de obtener una clasificacién exitosa con una neurona pulsante de
Izhikevich, es necesario ajustar los pesos sinapticos, de tal forma, que se calcule un
hiperplano que separe las clases (acciones), lo suficiente para poder discriminar

entre ellas.

Actualmente no existe un método generalizado para ajustar los pesos sindpticos de
las redes neuronales pulsantes como en el caso de la propagacion hacia atras en las
redes de perceptréon. Es por ello que en la presente tesis, se usé un método

exhaustivo para realizar el ajuste de los pesos sinapticos.
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El algoritmo explora todas las combinaciones posibles entre los elementos del

vector de pesos, el cual, tiene tantos elementos como el vector de entrada.

El peso inicial y el cambio de peso son pardmetros dinamicos y quedan disponibles
para que el usuario los defina. En caso de que el usuario quiera alcanzar un mayor
nivel de detalle y explorar mas pesos entonces el cambio de peso debera ser menor

y viceversa.

La variable times indica la profundidad con la cual se desea explorar las posibles

combinaciones en el vector de pesos.

Una vez que se obtiene una nueva configuraciéon de pesos, se prueban todos los
datos del conjunto de entrenamiento en la red neuronal pulsante, la cual, calcula el
tren de pulsos generado por cada vector. Todas las frecuencias son almacenadas y
se calcula la distancia, basada en el niimero de pulsos en una ventana de tiempo de
1000 ms, que existe entre ellas; el algoritmo devuelve la distancia mas pequena
entre las clases en la iteracion actual, ya que ésta indica que tan bueno es el
hiperplano obtenido. Lo anterior se detalla en la tabla 4.4.1.2.1, donde se muestra

un ejemplo, con 4 clases, la frecuencia generada y la distancia entre cada clase.

Tabla 4.4.1.2.1. Ejemplo numérico del calculo de la distancia entre clases.

Distancia | Distancia | Distancia | Distancia
Clase Frecuencia | con clase | con clase | con clase | con clase
1 2 3 4
1 5 6 15
2 7 2 13
3 11 6 4
4 20 15 13

En este caso la menor distancia obtenida es 2 y sera la distancia almacenada.

El proceso se repite, un nuevo vector de pesos es generado, y con él, un nuevo
hiperplano. La distancia méas pequena entre las clases se calcula de nuevo y se
compara con la ultima obtenida, si es mayor se guardan los pesos correspondientes

y el ciclo se vuelve a iniciar.
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El proceso se interrumpe en caso de que una las siguientes condiciones se cumpla:

- La distancia deseada por el usuario ya se alcanzo.

Se alcanza la profundidad maxima, establecida por el usuario, en cada uno

de los elementos del vector de pesos.

Se alcanzan 20 mil épocas donde no se encuentra un mejor hiperplano.

Finalmente tenemos almacenados en el vector Pesos Mazx el valor de pesos
sinapticos que genera la méaxima separacion lineal entre las clases obtenida por el

algoritmo.

La figura 4.4.1.2.1 muestra la aplicacion del algoritmo en el caso 3 dimensional.
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Peso Inicial
Cambio de peso
Distancia Max
Pesos Max[]

W1 = Pesolnicial + (W1_c*Cambio de Peso)
W2= PesoInicial + (W2_c*Cambio de Peso)
W3 = Pesolnicial + (W3_c*Cambio de Peso)

[ Dist=redMeuronalPulsante {wl,w2,w3 ]

Distancia
Max < Dist

Distancia Max=Dist
Pesos Max={wl,w2,w3}

W3 c++

Figura 4.4.1.2.1. Diagrama de flujo del algoritmo de entrenamiento
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El algoritmo fue aplicado en el conjunto de entrenamiento descrito en la tabla
4.4.1.1.1. La tabla 4.4.1.2.2 muestra la evoluciéon de los pesos sinapticos durante la

ejecucion del algoritmo y la distancia minima existente entre las clases del conjunto

de entrenamiento.

Tabla 4.4.1.2.2. Evolucion de los pesos sinapticos y la distancia entre clases.

Separacion
entre clases
0
2
9
34
41
69

W1 w2
-295 495
-295 -495
2195 -495
0 3
5 -3
19 19

W3

-495
-495

W4

2005
20955

2105

Una vez que se alcanzo 69 pulsos de separacion entre las clases mas cercanas, el

algoritmo no encontré una mejor combinacién en 20,000 iteraciones y por lo tanto

finalizo su ejecucion.

Las frecuencias correspondientes a cada vector del conjunto de entrenamiento se

guardan en la base de conocimiento y se denominan frecuencias representantes. Las

frecuencias generadas por cada vector del conjunto de entrenamiento al finalizar la

ejecucion del algoritmo se muestran en la tabla 4.4.1.2.3.

Tabla 4.4.1.2.3. Frecuencias generadas por el conjunto de entrenamiento después

del ajuste pesos sinapticos.

Accion

Avanzar
Girar derecha
Girar izquierda
Lateral derecha
Lateral izquierda

Tomar objeto

Frecuencia

representante

915
584
842
499
999

hed
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La figura 4.4.1.2.3 detalla graficamente la separacion alcanzada entre las clases al
finalizar el ajuste de los pesos.

T
W Avanza

T

Tomar
objeto

Lateral
derecha

Lateral
izquierda

Figura 4.4.1.2.3. Separacion grafica entre las clases.
El apéndice C detalla un anélisis de la complejidad del algoritmo.

4.4.1.3 Clasificador euclidiano

Cuando se introduce un nuevo patréon desconocido, se calcula la frecuencia
generada por ese patréon y se realiza una clasificacion del patréon en base a la menor
distancia euclidiana existente entre el la frecuencia del patréon y las frecuencias

representantes. La distancia euclidiana se calcula como se muestra a continuacion:

de(P1, Py) = \/(3’2 — 1)+ (2 — 11)?

La figura 4.4.1.3.1 detalla la funcién del clasificador:
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Figura 4.4.1.3.1. Clasificador euclidiano
4.4.2 Sistema difuso.

El segundo sub-modulo de la computadora es el sistema difuso, el cual, tiene como
objetivo indicar al robot durante cuanto tiempo se debe ejecutar la accion

seleccionada por la neurona pulsante.

El sistema difuso, que se encuentra dividido en dos partes, se implement6 para las
acciones que pueden ser ejecutadas durante un largo periodo de tiempo tales como

Avanzar, Girar Derecha 'y Girar izquierda.

La primer parte del sistema difuso, se enfoca en que el robot humanoide sea capaz
de avanzar en direccion al objeto deseado durante la mayor cantidad de tiempo

posible sin necesidad de enviar rasgos a la neurona pulsante.

Ya que el sensor de distancia del robot humanoide tan sélo proporciona un cambio
significante en los valores si un objeto se encuentra a 30 ¢m del mismo, la primer
parte del sistema difuso, encargada de designar durante cuanto tiempo se ejecuta la
accion de Awvanzar, tiene como entrada el numero de pixeles obtenido por el
sistema de vision HAVIMO 2.0.

El ntmero de pixeles define los conjuntos antecedentes del sistema, mientras que
los segundos que la acciéon serd ejecutada, definen los conjuntos consecuentes tal

como se puede apreciar en la figura 4.4.2.1.
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Membership function plots  PI0t points: 181

poco reguiar mucho

(a)

Membership function plots  Piot points: 181

cefca regular leips

(b)

Figura 4.4.2.1. Conjuntos difusos para la accién de Avanzar. a) Conjuntos difusos

antecedentes. b) Conjuntos difusos consecuentes.

En la figura 4.4.2.2 podemos apreciar la superficie obtenida y que describe la

relacion entre pixeles y segundos que se ejecuta la accion.

Figura 4.4.2.2. Relacién de pixeles con segundos.

Tal como se puede apreciar en la figura anterior, mientras menor sea el niimero de
pixeles visualizados mayor sera el tiempo que el robot avanzara. Esto se debe a que

objeto se encuentra a una distancia mas lejana. Por otra parte, mientras mayor sea
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el nimero de pixeles, significa que el objeto estd mas cerca y por lo tanto el tiempo

de ejecutar la accién Avanzar serd menor.

La segunda parte del sistema difuso, se enfoca en que el robot humanoide sea capaz
de girar en direccién al objeto deseado tantos segundos como sean necesarios para
posicionarse de frente al objeto, sin necesidad de enviar rasgos a la neurona

pulsante.

FEl sistema hace uso de la posicion del motor donde estd colocada la camara
HAVIMO 2.0, ya que ésta indica en qué medida el objeto se encuentra a la

izquierda o a la derecha del robot una vez que se localiza el objeto.

La posicion del motor define los conjuntos antecedentes del sistema, mientras que
los segundos que la accion sera ejecutada definen el conjunto consecuente tal como

se puede apreciar en la figura 4.4.2.3.

FIS Variables Membership function plots P10t points: 181

angule segundos

poco regular mucho

n n il n n n n

input variable “anguic”

(a)
FIS Variables Membership function plots P10t Points: 181

0N

angulo segundos

poco regular mucho

n L L iz n n T T T
05 1 15 2 25 3 35 5
output variable "segundos”

(b)

Figura 4.4.2.3. Conjuntos difusos para las acciones “Girar izquierda” y “Girar

derecha” a) Conjuntos difusos antecedentes. b) Conjuntos difusos consecuentes.

En la figura 4.4.2.4 podemos apreciar la superficie obtenida, la cual, describe la

relacion entre la posicién del motor y los segundos que se ejecuta la accion.
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Figura 4.4.2.4. Relacién de posicion del motor con segundos.

Tal como se puede apreciar en la figura anterior, mientras mayor sea la posicion del
motor obtenida, mayor serd el tiempo que el robot girarda ya que el objeto se

encuentra mas a la izquierda o a la derecha.
Un ejemplo numérico del sistema difuso se muestra en el apéndice B.
4.4.3. Java Speech

El dltimo sub-moédulo de la computadora es el reconocedor de comandos verbales.
Este sub-moédulo tiene como objetivo capturar una instruccion, dada por el usuario
mediante un comando de voz, y procesarla para obtener la accion objetivo que el

robot realizara.

La gramatica utilizada se establecié en base a las diferentes acciones que se pueden

realizar tal como se muestra a continuacion:

[<datol><dato2><datod><dato3>]
[<datol><dato3><datod><dato2>]
[<datob><dato2>]
[<datob><dato3>]
[<dato6><dato2>]
[<dato6><dato3>]

<datol>=Llevar Objeto;
<dato2>=Rojo;
<dato3>=Azul;
<dato4>=Hacia Objeto;
<datob>=Localizar Objeto;
<dato6>=Tomar Objeto;
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Con ésta gramatica se pueden hacer 6 combinaciones para 2 colores diferentes las

cuales son:

—_

“Llevar objeto rojo hacia objeto azul”.

\)

“Llevar objeto azul hacia objeto rojo”.

=~ W
M N e N S

“Localizar objeto rojo”.
“Localizar objeto azul”.

(@)

“Tomar objeto azul”.

D

“Tomar objeto rojo”.

Sin embargo, la gramatica puede ser expandida tanto como sea posible y agregar

tantos colores o instrucciones como sea necesario.
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Capitulo 5

Resultados

En este capitulo se detallan los resultados obtenidos al aplicar la metodologia
descrita en el capitulo anterior. Se muestran los experimentos realizados para cada
una de las instrucciones permitidas por la gramatica de Java Speech y ademas se

muestra la eficiencia por cada una de ellas.

5.1 Experimento: Localizar objeto

Con el objetivo de medir la eficacia del robot para localizar el objeto, mediante el
movimiento del motor transversal donde se encuentra colocada la camara
HAVIMO 2.0, el robot y al objeto deseado, fueron colocados en cuatro
configuraciones diferentes dentro del espacio de trabajo y se cuantificé el niimero
de ocasiones que la camara HAVIMO 2.0 identificaba el objeto y enviaba los

momentos geométricos calculados a la computadora.

La figura 5.1.1 muestra la configuracién 1, en la cual, el objeto se encuentra

localizado a 30 cm del robot y esté posicionado de frente con el mismo.

Figura 5.1.1. Localizaciéon: Configuraciéon 1.

La figura 5.1.2 muestra la configuraciéon 2, en la cual, el objeto se encuentra

localizado a 50 cm del robot y esté& posicionado al costado derecho mismo.
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Figura 5.1.2. Localizacion: Configuraciéon 2.

La figura 5.1.3 muestra la configuracion 3, en la cual, el objeto se encuentra

localizado a 60 cm del robot y estéa posicionado al costado izquierdo del mismo.

Figura 5.1.3. Localizaciéon: Configuraciéon 3.

La figura 5.1.4 muestra la configuraciéon 4, en la cual, el objeto se encuentra

localizado a 60 cm del robot y esta posicionado detras del mismo.

Figura 5.1.4. Localizacion: Configuracién 4.

Es importante mencionar que el movimiento transversal realizado por el motor que
tiene montado el sistema HAVIMO 2.0, esta restringido a 180° de movilidad, y por

lo tanto, en caso de que el robot sea incapaz de encontrar el objeto y el torque
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maximo del motor se alcance, entonces es necesario que el robot gire sobre su
propio eje tantas veces como sea necesario para poder localizar los objetos que

estén fuera del area inicial de busqueda.

La figura 5.1.5 muestra la gréafica de eficiencia del experimento.

Localizacion del objeto

30

25
20
15 .
W Casos de éxito
10
5
O T T T

Configuracién 1 Configuracion 2 Configuracion 3 Configuracion 4

Figura 5.1.5. Casos de éxito donde se localiz6 el objeto en cada una de las

diferentes configuraciones descritas.

Es importante mencionar que, debido al uso de la camara HAVIMO 2.0, todos los
experimentos estan relacionados estrechamente con las condiciones de luz. Esta es
la razoén por la cual existen casos donde no se tuvo éxito. Si las condiciones de luz

son idéneas entonces se obtendré 100% de eficiencia en este experimento.

5.2 Experimento: Tomar objeto

Con el objetivo de medir la eficacia de la neurona pulsante y el sistema difuso, el
robot fue puesto a prueba mediante un experimento donde debia ser capaz de
desplazarse y tomar el objeto deseado. El robot, fue colocado en diferentes
posiciones con respecto al objeto y se cuantificd el nimero de ocasiones que el robot
tomaba el objeto, asi como el tiempo en segundos que necesitaba para ejecutar la

accion.

La figura 5.2.1 muestra la configuracion 1, en la cual, el objeto se encuentra
localizado a 30 cm del robot y estd posicionado de frente con el mismo. Ademés se

muestra una secuencia de imagenes que muestran la ejecucion de la tarea.
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Figura 5.2.1. Tomar objeto: Configuracién 1.

La tabla 5.2.1 muestra un ejemplo de las diferentes acciones que el robot realizo y

el tiempo que necesité por cada accion.
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Tabla 5.2.1. Acciones y tiempo requerido para tomar objeto en configuraciéon 1.

Numero de accién

Accién (neurona

Tiempo en

Tomar objeto

pulsante) segundos(sistema difuso)
1 Avanzar 3.0
2 Girar izquierda 2.3
3 Lateral izquierda -
4 Avanzar 1.6
6

La figura 5.2.2 muestra la configuraciéon 2, en la cual, el objeto se encuentra

localizado a 50 ¢m del robot y esté posicionado al costado derecho mismo. Ademés

se muestra una secuencia de imagenes que muestran la ejecuciéon de la tarea.
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Figura 5.2.2. Tomar objeto: Configuraciéon 2.

La tabla 5.2.2 muestra un ejemplo de las diferentes acciones que el robot realizd y

el tiempo que necesité por cada accién.

Tabla 5.2.2. Acciones y tiempo requerido para tomar objeto en configuracion 2.

Numero de accién Accién (neurona Tiempo en segundos
pulsante) (sistema difuso)
1 Girar izquierda 2.6
2 Avanzar 2.2
3 Girar izquierda 2.0
4 Lateral izquierda -
6 Lateral izquierda -
7 Tomar objeto -

La figura 5.2.3 muestra la configuracién 3, en la cual, el objeto se encuentra
localizado a 60 c¢cm del robot y esta posicionado al costado izquierdo del mismo.
Ademaés se muestra una secuencia de imégenes que muestran la ejecucion de la

tarea.
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Figura 5.2.3. Tomar objeto: Configuracion 3.

La tabla 5.2.3 muestra un ejemplo de las diferentes acciones que el robot realizd y

el tiempo que necesité por cada accién.
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Tabla 5.2.3. Acciones y tiempo requerido para tomar objeto en configuraciéon 3.

Numero de accién Accién (neurona Tiempo en segundos
pulsante) (sistema difuso)
1 Girar derecha 2.0
2 Avanzar 2.2
3 Girar izquierda 1.0
4 Girar izquierda 1.0
6 Lateral izquierda -
7 Lateral derecha -
8 Tomar objeto -

La figura 5.2.4 muestra la configuraciéon 4, en la cual, el objeto se encuentra
localizado a 60 cm del robot y esta posicionado detrids del mismo. Ademas se

muestra una secuencia de imagenes que muestran la ejecucion de la tarea.
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Figura 5.2.4. Tomar objeto: Configuracion 4.

La tabla 5.2.4 muestra un ejemplo de las diferentes acciones que el robot realizo y

el tiempo que necesit6é por cada accion.

Tabla 5.2.4. Acciones y tiempo requerido para tomar objeto en configuracion 4.

Nutmero de accién

Accién (neurona

Tiempo en segundos

pulsante) (sistema difuso)

1 Girar derecha, 4.3
2 Girar izquierda 2.0
3 Girar derecha 1.0
4 Avanzar 2.0
6 Girar izquierda 2.0
7 Avanzar 1.2
8 Avanzar 1.1
9 Lateral izquierda -

10 Tomar objeto -

La figura 5.2.5 muestra la grafica de eficiencia del experimento.
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Figura 5.2.5. Casos de éxito donde se tomo el objeto en cada una de las diferentes

configuraciones descritas.

Estos experimentos estan relacionados estrechamente con las condiciones de luz.
Esta es la razdén por la cual existen casos donde no se tuvo éxito. En los casos
donde no se tuvo éxito, se presentaron perturbaciones del medio ambiente que
afectaron el sensor de distancia y algunos valores del sistema de vision HAVIMO
2.0, por lo tanto, el robot tomé la decisiéon incorrecta y tir6 el objeto. A pesar de

ello se logré una eficiencia del 90%.

La figura 5.2.6 muestra la grafica del tiempo necesario para ejecutar la acciéon.

Toma del objeto

Segundos
60
50
40
30
20
10 -
Configuracion 1 Configuracion 2 Configuracion 3 Configuracién 4

Figura 5.2.6. Tiempo promedio que tardé el robot en tomar el objeto en cada

configuracion.
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La figura 5.2.6 muestra el tiempo promedio necesario para llevar a cabo la tarea. A
partir de éste experimento, se pudo observar que el robot no siempre ejecuta las
mismas acciones dada una configuracion, esto se debe a que el movimiento
mecanico no siempre origina el mismo desplazamiento y ademas varia dependiendo
del material de la superficie en la que se realice el experimiento. Sin embargo, el
uso de la neurona pulsante permite que, aunque los movimientos mecanicos no sean
exactos, el robot reajuste su posicion tomando las decisiones apropiadas para

ejecutar el experimento de forma satisfactoria.

5.3 Experimento: Tomar objeto y transportarlo

Una vez completada la tarea de tomar el objeto deseado, el robot debe completar la
tarea de transportarlo hasta la posicion meta. Para lograr esto, se hizo uso de la
misma red neuronal entrenada pero el valor del sensor de distancia se fijé en 50,
esto se debe a que el robot humanoide tiene el objeto en sus manos y por lo tanto
la lectura del sensor se corrompe. En lugar de eso, se hizo uso del niimero de
pixeles obtenido por el sistema HAVIMO 2.0 para calcular la cercania con respecto

a la posicién meta, sin embargo, esta medida resulta inexacta.

Con el objetivo de medir la eficacia del sistema, el robot fue puesto a prueba
mediante un experimento donde debia ser capaz de desplazarse, tomar el objeto
deseado y llevarlo lo mas cercano a la posicion meta. El robot fue colocado en
diferentes posiciones con respecto al objeto deseado y se cuantifico el ntimero de
ocasiones que el robot transporté el objeto asi como el tiempo requerido en
segundos. Este experimento obedecié al comando verbal “Llevar objeto rojo hacia

objeto azul”.

La figura 5.3.1 muestra la configuraciéon 1, en la cual, el objeto se encuentra
localizado a 30 cm del robot y esta posicionado de frente con el mismo, ademas la
posicién meta se encuentra a 30 cm del objeto deseado. Ademéas se muestra una

secuencia de imagenes que muestran la ejecucion de la tarea.
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Figura 5.3.1. Transportar objeto: Configuracion 1.

La figura 5.3.2 muestra la configuracion 2, en la cual, el objeto se encuentra
localizado a 30 cm del robot y esta posicionado al costado derecho mismo, ademés
la posicién meta se encuentra 30 cm del costado izquierdo del robot. Ademés se

muestra una secuencia de imagenes que muestran la ejecucion de la tarea.
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Figura 5.3.2. Transportar objeto: Configuracion 2.

La figura 5.3.3 muestra la configuraciéon 3, en la cual, el objeto se encuentra
localizado a 30 ¢m del robot y estda posicionado al costado izquierdo del mismo,
ademas la posicion meta se localiza 30 cm del costado izquierdo del robot. Ademas

se muestra una secuencia de imagenes que muestran la ejecucion de la tarea.
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Figura 5.3.3. Transportar objeto: Configuracion 3.

La figura 5.3.4 muestra la configuracion 4, en la cual, el objeto se encuentra
localizado a 30 cm del robot y estd posicionado detras del mismo, ademas la

posiciéon meta se encuentra a 30 cm detras del objeto deseado.
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Figura 5.3.4. Transportar objeto: Configuracion 4.

La figura 5.3.5 muestra la grafica de eficiencia del experimento.
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Figura 5.3.5. Casos de éxito donde se transporto el objeto en cada una de las

diferentes configuraciones descritas.

Los casos de éxito fueron considerados donde el robot dejaba el objeto en un radio
de 30 cm de la posicion meta. Dado que se esta considerando el niimero de pixeles
para calcular la cercania de la posiciéon meta, se redujeron los casos de éxito en
comparacion de la tarea de tomar objeto debido a que el niimero de pixeles variaba
por pequenios cambios de luz. Por otra parte, las perturbaciones mecanicas fueron
mas comunes durante este experimento debido a que el robot estda cargando un
objeto y esto afecta la dindmica del humanoide y, por lo tanto, el tiempo se

incrementa.

La figura 5.3.6 muestra la grafica del tiempo necesario para ejecutar la acciéon.

Segundos Transportar objeto
120

100

80

60

40

20
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Configuracion 1~ Configuracion 2 Configuracion 3 Configuracién 4

Figura 5.3.6. Tiempo promedio que tardé el robot en transportar el objeto en cada

configuracion.
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Podemos observar que la configuracion 2 y 3 requieren mayor tiempo de ejecucion,
esto debido a que, una vez que se toma el objeto, el robot pierde el angulo de vision
de la posicion meta y por lo tanto, es necesario girar cargando el objeto lo que
resulta en una mayor cantidad de tiempo. En todas las configuraciones el tiempo se
dispara ya que el objeto le hace perder al robot cierta direccion y se desvia
constantemente, sin embargo, en un 80% de las ocasiones es capaz de transportarlo

hasta la posicion meta.
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Capitulo 6

Conclusiones y trabajo futuro

Durante este capitulo se detallan las conclusiones que se obtuvieron después de
analizar los resultados y ademas se muestran enfoques que se pueden adoptar para

avanzar en este trabajo en el futuro.

6.1 Conclusiones.
A continuacién se muestran las conclusiones a las cuales se lleg6:

- El uso de neuronas pulsantes en la robdtica permiten extender las
capacidades del robot para ejecutar tareas de forma auténoma.

- El aprendizaje supervisado permite a un operador transferirle una habilidad
a un robot sin necesidad de que el usuario posea conocimientos en
programacion.

- La combinacién de neuronas pulsantes, visién por computadora y sistemas
difusos permite tomar a un robot decisiones correctas en circunstancias
desconocidas para la tarea de tomar y desplazar un objeto.

- Una tarea ejecutada por un robot que dependa de vision por computadora,
depende estrechamente de las condiciones de luz.

- El hacer uso de la cdAmara HAVIMO 2.0 limita la cantidad de informacién
que podemos obtener del entorno, ya que no podemos acceder a una matriz
de pixeles, por el contrario, sélo podemos acceder a los datos procesados por
el sistema de vision HAVIMO 2.0.

- Una sola neurona pulsante es capaz de resolver un problema de clasificacion
para multiples clases linealmente separables.

- Las neuronas pulsantes permiten transformar problemas lineales de n
dimensiones a una sola dimensién, la frecuencia.

- Al realizar el ajuste de los pesos sindpticos, mediante algoritmos
exhaustivos, ecuaciones diferenciales o mediante cémputo evolutivo, se
separan las clases en el dominio frecuencial lo suficiente para poder realizar

una clasificacion exitosa para cualquier dato de entrada nuevo.
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- El problema de clasificacién se simplifica enormemente cuando los valores se
encuentran en una sola dimension.

- La capacidad de solucionar problemas lineales o no lineales mediante una
sola neurona pulsante esta directamente relacionada con la operacién o
ntcleo utilizado para calcular la corriente de entrada.

- A diferencia de un perceptron, que por definicién utiliza el producto punto,
una neurona pulsante puede hacer uso de un nicleo no lineal y resolver
problemas no lineales.

- Otra forma de poder resolver problemas no lineales seria incorporar mas
neuronas y mas capas como en el caso de redes neuronales de primera y
segunda generacion.

- El entrenamiento exhaustivo de neuronas pulsantes tiene una complejidad
exponencial y por lo tanto es ineficiente.

- En el caso de una neurona pulsante, rasgos mas grandes se necesitan pesos
mas pequenos para alcanzar mas separacion entre las clases y viceversa.

- Los sistemas difusos pueden funcionar como un complemento para sistemas
de robotica y redes neuronales pulsantes para hacer mas eficiente la
ejecucion de tareas.

- Una neurona pulsante aventaja a un sistema difuso en el aspecto que el
usuario debe intervenir méas en el sistema difuso para definir los parametros.

- En lugar del sistema difuso, es posible utilizar otra neurona pulsante para

calcular el tiempo de ejecucion de las acciones.

6.2 Trabajo futuro.

La presente tesis tiene diferentes enfoques en los cuales puede seguir evolucionando

entre los que destacan:

- Implementar el sistema con una neurona pulsante que aprenda en linea, es
decir, que haga uso del modelo adaptativo que ofrecen las neuronas
pulsantes para agregar nuevos datos y nuevos rasgos al conjunto de
entrenamiento y ajustar los pesos mientras aprende a ejecutar la accién de

forma satisfactoria.
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Utilizar una neurona pulsante con un ntcleo no lineal para calcular el
tiempo, en el cual, el robot ejecuta la accién de avanzar en base al ntimero
de pixeles en ambientes de iluminacion cambiante.

Utilizar una camara web que transmita informacién visual a la computadora
e implementar algoritmos de vision, codificados por el usuario, para tener
mayor cantidad de informacion util.

Implementar un sistema de pre-procesado de la informacion que haga uso de
algoritmos tales como PCA para poder obtener rasgos relevantes de
informacion obtenida con fuerza bruta. De ésta forma no es necesario que el
usuario escoja los rasgos a introducir.

Desarrollar un algoritmo de entrenamiento de neuronas pulsantes mediante
la variacién de la operaciéon que calcule la corriente de entrada.

Desarrollar un algoritmo de entrenamiento para redes neuronales pulsantes
multicapa.

Agregar mas sensores que permitan al robot poder hacer una identificacién
de la posicion meta de forma mas eficiente y sin depender totalmente de las
condiciones de luz.

Hacer uso de simuladores de redes neuronales pulsantes tales como Ne-Mo
para sacar todo el provecho de las redes neuronales y poder controlar

sistemas de mas grados de libertad y resolver problemas no lineales.
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Apéndice A

En éste apéndice se detallan los bloques de coédigo que realizan las principales

funciones del sistema.
A.1 Codificaciéon médulo computadora

El siguiente bloque de cédigo detalla la implementaciéon del modelo de Izhikevich

en lenguaje C.

int Izhikevich(float datos[numRasgos]){

int 1,j=0;

int C = 100;
int vr = -60;
int vt = -40;

double k = 0.7;
double a = 0.03;

int b =-2;

int ¢ = -50;

int d = 100;
int vpeak = 35;
int T=1000;
int tau=1;

const int n=1000;

double v[n];

double u[n];

int numPicos=0;

int winumRasgos]|={205,-395,5,455};
int teta =55;

int r=0;

double I=0;

for(i=0;i<n;i++){
v[i]=vr;
u[i]=0;
}
for(i=0;i<numRasgos;i++)
I+=datos[i]*w]i];
[+=teta;
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for(i=0;i<n-1;i++){
v]i+1]=v[i]+tau*(k*(v[i]-vr)*(v[i]-vt)-uli]+1)/C;
ufi+1]=uli]+tau*a* (b*(v[i]-vr)-uli]);
if(v[i+1]>=vpeak){
numPicos=numPicos+1;
v[i]=vpeak;
vii+1]=c¢;
u[i+1]=uli+1]+d;

El siguiente bloque de cédigo detalla la implementaciéon del API de Java Speech.

import javax.speech.*;

import javax.speech.recognition.*;
import java.io.FileReader;

import java.util.Locale;

public class Escucha extends ResultAdapter {

static Recognizer recognizer;
String gst;

i,

String cadena="";

@Override
public void resultAccepted(ResultEvent re) {
try {
Result res = (Result) (re.getSource());
ResultToken tokens[] = res.getBestTokens();
EscribeFichero ef=new EscribeFichero();

String args[] = new String[1];

args[0] =

for (int i = 0; i < tokens.length; i++) {
gst = tokens[i].getSpokenText();
args[0] +=gst + " "
System.out.print(gst + " ");

nn,

non,

cadena+=gst + " ";
}
ef.escribir(cadena);
recognizer.deallocate();
args[0] = "Hasta la proxima Cmop!";
System.out.println(args[0]);
Lee.main(args);
} catch (Exception ex) {
System.out.println("Ha ocurrido algo inesperado " + ex);
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public static void main(String args[]) {

try {
recognizer = Central.createRecognizer(new EngineModeDesc(Locale. ROOT));
recognizer.allocate();
FileReader grammarl = new FileReader("C:/Users/Lulu/Documents/Gramatica.txt");
RuleGrammar rg = recognizer.loadJSGF (grammarl);
rg.setEnabled(true);
recognizer.addResultListener(new Escucha());
System.out.println("Empieze Dictado");
recognizer.commitChanges();
recognizer.requestFocus();
recognizer.resume();

} catch (Exception e) {
System.out.println("Exception en " + e.toString());
e.printStack Trace();
System.exit(0);

A.2 Codificacion del moédulo robot

La figura A.1 muestra el bloque de cédigo para accesar a la cimara HAVIMO 2.0.

START PROGRAM
{
CamlD =100
Color =1

e ID[CamID]: ADDR[Q(b)] =0
@Timer =(.256sec
LOOP WHILE (@Timer > 0.000sec )

{

}
CALL

Cx =Minx + Maxx
Cy =Miny + Maxy
Cx =0Cx /2
Cy =Cy / 2
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FUNCTION
{
Max =0
LOOP FOR (Index =1 ~15)
{
Addr =Index * 186
IF (ﬁID[CamID]:ADDR[Addr(b)] 1= 0)
{
Addr = Addr + 1
IF (aID[CamID]:ADDR[Addr(b)] == Color )
{
Addr = Addr + 1
size =B ID[CamID]: ADDR[Addr(w)]
IF ( Size > Max )
{
Max = Size
MaxAddr = Addr

(b)

}
}
IF (Max == 0 )
{
RETURN
}
Addr = MaxAddr + 10
Maxx =B ID[CamID]: ADDR[Addr(b)]
Addr = Addr + 1
Minx =B ID[CamID]: ADDR[Addr({b}]
Addr = Addr + 1
Maxy = e ID[CamID]: ADDR[Addr(b)]
Addr = Addr + 1
Miny = [l ID[CamID]: ADDR[Addr(b)]

(c)

Figura A.2.1. Acceso a la cAmara HAVIMO 2.0. (a) Configuracién de la camara.
(b) Funcién Get Bounding Box. (¢) Acceso a los datos de la camara.

Una vez que se han accedido a los datos de la cimara HAVIMO 2.0, el médulo
robot debe ser capaz de enviar datos de los datos leidos y recibir las acciones a
realizar. La figura A.2.2. muestra el envio y la recepcién de datos mediante el
modulo Zigbee.
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sensorDistancia =M PORT[6]
}
< Remocon TXD = Cx
<D Remocon TXD | = Cy
D Remocon TXD | = ID[5]: (> Present position
<& Remocon TXD | = sensorDistancia
<L Remocon TXD = Max
LOOP WHILE (respuesta == FALSE )

{
IF (<®Remocon Arrived == TRUE )

{
respuesta = TRUE

recibido =< Remocon RXD

Figura A.2.2. Envio y recepcién de datos.

Es importante mencionar que mientras que se envian varios rasgos solo se recibe
una accién a realizar y el tiempo que se realizara. La figura A.2.3 muestra un
ejemplo de cémo el codigo discrimina entre la accidon recibida, su ejecucion y el

tiempo en el cual se realiza.

IF ( recibido == SR )
{
WalkCommand =1
CALL
@Motion Page = 32
@Timer =1.280sec * segs
LOOP WHILE (@Timer > 0.000sec )

{
IF (iPORT[G] >= 400 )
{
WalkCommand =0
CALL
}
}

Figura A.2.3. Ejecucion de la accion.
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Apéndice B

En este apéndice se detalla un ejemplo numérico acerca del entrenamiento de la
neurona pulsante mediante el algoritmo propuesto y uno del sistema difuso

utilizado.
B.1 Ejemplo red neuronal

A continuacién se muestra un ejemplo numeérico para mostrar el funcionamiento
del algoritmo de entrenamiento exhaustivo. Para el ejemplo, se usaron 2 clases

linealmente separables con 2 rasgos cada una.
Clase 1: {100,100}
Clase 2: {1,1}

Peso Inicial: -3.95

Cambio: .3
Iteracién Separacién W1 W2
entre clases
16 2 0.850000 -3.950000
20 3 2.050000 -3.950000
27 6 4.150000 -3.950000
28 12 4.450000 -3.950000
29 19 4.750000 -3.950000
30 25 5.050000 -3.950000
31 31 5.350000 -3.950000
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32 37 5.650001 -3.950000
33 42 5.950000 -3.950000
34 46 6.250000 -3.950000
35 o1 6.550000 -3.950000
36 55 6.850000 -3.950000
37 59 7.150001 -3.950000
38 63 7.450000 -3.950000
39 66 7.750000 -3.950000
40 70 8.050000 -3.950000
41 74 8.350000 -3.950000
42 T 8.650000 -3.950000
43 81 8.950000 -3.950000
44 84 9.250000 -3.950000
45 88 9.550000 -3.950000
46 89 9.850000 -3.950000
47 95 10.15000 -3.950000
48 96 10.45000 -3.950000
49 97 10.75000 -3.950000

Una vez que se alcanza la separaciéon de 97 pulsos entre las clases, el algoritmo
exploré 20 000 combinaciones mas y, dado que no se mejora el resultado obtenido,
entonces el algoritmo se detuvo y arrojé los pesos finales que ofrecen una

separacion de 97 pulsos entre clases, los cuales, son: w1=10.75 y w2=-3.95.
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B.2 Ejemplo numérico mdédulo difuso

Con el objetivo de mostrar el funcionamiento del sistema difuso mediante un

ejemplo numérico este se implementé en el toolbox fuzzy de MATLAB.

El sistema difuso consta de 2 partes, la primera consiste en una relaciéon entre los

pixeles vistos por la camara HAVIMO 2.0 y los segundos que el robot avanzara.

La figura B.2.1 muestra cémo se comporta el sistema cuando se introducen 817

pixeles en el sistema.

numercPixeles = 817
segundos = 1.62

N U
: PNy

D b g

0 5

Figura B.2.1. Salida del sistema difuso con 817 pixeles de entrada.

Tal como se puede apreciar en la figura anterior, con el nimero de pixeles de
entrada se obtienen 1.62 segundos, tiempo durante el cual, el robot avanzara hacia
el objeto. La figura B.2.2 como al ingresar 2427 pixeles al sistema se obtienen 2.67

segundos.

numeroPixeles = 2 432+003
segundes = 2.67

0 4000

Figura B.2.2. Salida del sistema difuso con 2427 pixeles de entrada.
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La segunda parte del sistema difuso consiste en la relacion entre la posicion del
motor y el tiempo, en el cual, el robot realizara el giro a la izquierda o a la derecha.

La figura B.2.3 detalla un ejemplo donde la posicién del motor tiene un valor de
684.

angulo = 684
segundos =2.74

h)

=}
o

Figura B.2.3. Salida del sistema difuso con el motor en 684 grados.
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Apéndice C

C.1 Desempeio del algoritmo de entrenamiento

El desempeno del algoritmo exhaustivo de entrenamiento para neuronas pulsantes,
fue evaluado mediante la variacion de los parametros de entrada. Primeramente se
vario el nimero de rasgos por patréon de de entrada, después el ntimero de clases y

finalmente ambos.

La figura C.1.1 muestra una grafica que midi6 la eficiencia del algoritmo al variar

el nimero de rasgos entre 2 clases.

2 clases con n rasgos

Segundos
10

8

2 5 10 20 40 60

Numero de rasgos

Figura C.1.1. Medicién de desempefio: variacion del niimero de rasgos en 2 clases.

Tal cémo se puede apreciar en la figura C.1 a medida que el ntmero de rasgos
crece, en el caso donde se tienen 2 clases, el tiempo requerido encuentra su cota
asintotica en 7 segundos aproximadamente. Esto se debe a que se establecié como
separaciéon maxima 999 y, por lo tanto, en el momento en el que se alcanza dicha
separacion, el algoritmo se detiene. Sin embargo, si se deseard alcanzar una
separaciéon mayor entre las clases entonces el tiempo de entrenamiento creceria

también.

La figura C.1.2 muestra una grafica que midi6 la eficiencia del algoritmo al variar

el niimero de clases con 2 rasgos.

103



Segundos 2 rasgos conn clases

25

20 /
15

10 /

5 p—

0 T T T T 1
2 3 5 8 10

Numero de clases

Figura C.1.2. Medicion de desempeno: variacion del ntimero de clases con 2 rasgos.

Como podemos apreciar en la figura C.2, a diferencia del ntimero de rasgos, el
numero de clases aumenta el tiempo de ejecucion del algoritmo. Es importante
mencionar que, cuando se probd el algoritmo con solo 2 rasgos y n clases, la
separacion maxima alcanzada por el algoritmo fue de 2 o 3 pulsos ya que hacian
falta méas rasgos para poder discriminar entre las clases, es decir, las clases no eran

linealmente separables.

La figura C.1.3 muestra una grafica que midié la eficiencia del algoritmo al variar

el ntimero de rasgos y el ntmero de clases.

N rasgos con n clases

Segundos

) /
10

2 3 5 8 10

Numero de clases y rasgos

Figura C.1.3. Medicion de desempefio: variacion del niimero de rasgos y
clases.
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En la figura C.1.3 se pudo observar que, al realizar una variacion del ntimero de
rasgos v el nimero de clases, el sistema es capaz de discriminar entre las clases ya
es posible separar las clases linealmente. Por otro lado, el tiempo en el cual se
encuentra la separacion establecida por el usuario es similar al primer caso de 2

rasgos y 2 clases.
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Apéndice D

En este apéndice se muestra un estudio de las capacidades de un perceptrén de segunda
generacion para resolver problemas de clasificacién para el caso de 3 o mas clases para 2

rasgos.

Dado que las neuronas de primera generacion (TLU) utilizan la funcién escalén
para determinar su salida, tienen una salida binaria y, por lo tanto, sin importar el
numero de rasgos, una sola neurona TLU no tiene la capacidad de poder resolver

problemas de clasificacion multiclase.

Por otra parte, por definicion, una neurona de segunda generacién, también
llamada perceptron, tiene como salida la funcion sigmoide o la funcién rampa como
funcion de activacion y se establece un umbral, por lo general de 0.5, para poder
clasificar entre 2 clases. Geométricamente un solo perceptrén traza un hiperplano y
es por eso que se considera que tan sélo puede discriminar entre 2 clases diferentes.
Sin embargo, al realizar el producto punto entre los rasgos de entrada y los pesos
sinapticos y al sumarle un bias, obtenemos un valor escalar, el cual, puede ser
utilizado, desde un punto de vista algebraico, para realizar una clasificacién para
problemas multiclase. Dentro de este apartado mostramos una serie de

experimentos para resolver este tipo de problemas con un perceptron.

D. 1 Problemas linealmente separable

La figura D.1.1 muestra la distribucién de 3 clases, linealmente separables con 1000 datos

por cada clase y con una desviacién estandar de 6 unidades entre datos de la clase.
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Figura D.1.1. Problema de clasificacién de 3 clases con 2 rasgos.

La figura D.1.1 muestra tres clases que no pueden ser separadas geométricamente mediante
un hiperplano, sin embargo, desde el punto de vista algebraico esto si es posible. La

topologia del perceptréon utilizada se muestra en la figura D.1.2.

Wi

w2

w3

Figura D.1.2. Topologia utilizada para probar la capacidad del perceptron.
Donde:

X y Y definen los valores del patrén de entrada.
W, y W, definen los pesos sindpticos.

W3 define el bias.

Z define la salida.

Mediante una seleccién aleatoria de los pesos iniciales, el perceptrén fue entrenado con el
algoritmo de retro propagacién y se graficé el valor escalar generado por cada entrada del

conjunto de entrenamiento y los pesos sintonizados.

La figura D.1.3 muestra la gréafica generada por el valor escalar correspondiente a cada

entrada del conjunto de entrenamiento, al utilizar una funcién SIGMOIDE de activacion.
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Tal cémo podemos apreciar en la figura D.1.3, si tenemos p clases linealmente separables
en el conjunto de entrenamiento, un solo perceptréon genera p rangos que permiten

discriminar entre las p clases.

Por otra parte, la figura D.1.4 muestra la grafica generada por el valor escalar
correspondiente a cada entrada del conjunto de entrenamiento, al utilizar una funcién

RAMPA de activacién.

Tal cémo se puede apreciar en la figura D.1.4, al igual que en el caso de la sigmoide, si se
utiliza una funcién rampa, el perceptrén genera p rangos que permiten discriminar entre
las p clases, sin embargo, con la funcién rampa se generan p rangos donde la varianza
entre los datos generada por cada clase es la misma, es decir, al observar el grafico D.1.3 se
puede notar que la clase 1 y la clase 3, que se encuentran en los extremos, tienen un rango
de nameros mas pequenio debido a la naturaleza geométrica de la funcién sigmoide, sin
embargo, en el caso del grafico D.1.4, la clase 1 y la 3, que se encuentran en los extremos,
los rangos tienen el mismo tamafnio. Esto se debe a la forma geométrica de la funcién

rampa.

Valor escalar al utilizar la funcidon sigmoide

183

Desired Output
NeEO ‘

167,

152,

137.1

106

i

1 333 666 939 1332 1665 1998 2331 2664 2997

Indice del conjunto de entrenamiento

Figura D.1.3. Salida escalar correspondiente a cada entrada del conjunto de entrenamiento

para 3 clases y 2 rasgos.

Valor escalar al utilizar la funcién rampa
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199,81

Desired Output
Nefugy

162.3

143,

124,

N AT TS 1l

alt e A
g i TR

I

87.32

68,5721

13312 1665 1998 2331 %64 2997

Indice del conjunto de entrenamiento

Figura D.1.4. Salida escalar correspondiente a cada entrada del conjunto de entrenamiento

para 3 clases y 2 rasgos.

Con el objetivo de mostrar un panorama méas amplio del estudio anterior, la topologia
mostrada en la figura D.1.2 fue utilizada nuevamente pero, ahora, para resolver un
problema de 5 clases, linealmente separables con 1000 datos cada una y con una desviacién
estandar de 6 unidades entre datos de la misma clase tal como se aprecia en la figura
D.1.5.

18 B

16 - -

14+ g

12 - -

Figura D.1.5. Problema de clasificacion de 5 clases linealmente separables con 2 rasgos.
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Mediante una seleccién aleatoria de los pesos iniciales, el perceptrén fue entrenado
mediante el algoritmo de retro propagacion y se graficé el valor escalar generado por cada

entrada del conjunto de entrenamiento y los pesos sintonizados.

La figura D.1.6 muestra la grafica generada por el valor escalar correspondiente a cada

entrada del conjunto de entrenamiento, al utilizar una funcién SIGMOIDE de activacion.

Dado que tenemos 5 clases, en este caso, se generan 5 rangos que permiten discriminar

entre las 5 clases.

Por otra parte, la figura D.1.7 muestra la grafica generada por el valor escalar
correspondiente a cada entrada del conjunto de entrenamiento, al utilizar una funcién

RAMPA de activacién.

De igual forma, el perceptrén genera 5 rangos que permiten discriminar entre las 5 clases,
sin embargo, podemos notar, que en el grafico D.1.6, la clase 1 y la clase 5, que se
encuentran en los extremos, tienen un rango de numeros mas pequeiio debido a la
naturaleza geométrica de la funcién sigmoide, sin embargo, en el caso de la funcién rampa,

la clase 1 y la 5, que se encuentran en los extremos, los rangos tienen el mismo tamaio.

Valor escalar al utilizar la funcién sigmoide

Desired Output
Network Output

e GLLCTETTETETTEIEPRERRITPITEREPRTPPITPRTEPRETRTIPRSEPREERITRRIRPPRTRRERRIRER [ | & ¢ © [ R

163,

153

1 553 1108 1655 211 2764 3317 3369 4422 4975

Indice del conjunto de entrenamiento

Figura D.1.6. Salida escalar de cada entrada del conjunto de entrenamiento para 5 clases y

2 rasgos.

Valor escalar al utilizar la funcién rampa
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o1

Desired Output

312,

267.838{-+xurreenenenmen s s e U AR IR R BRI e

1 553 1106 1659 2211 2764 3317 3869 22, 75

Indice del conjunto de entrenamiento

Figura D.1.7. Salida escalar de cada entrada del conjunto de entrenamiento para 5 clases y

2 rasgos.

A través de ambos ejemplos, se ha mostrado, como un solo perceptréon puede resolver un
problema de clasificacién multiclase si las clases son linealmente separables. A continuacién
se presenta un ejemplo donde las clases no son linealmente separables vy el perceptron no

puede resolver el problema.
D. 2 Problema linealmente no separable

La figura D.2.1 muestra la distribucién de 2 clases, linealmente no separables con 1000
datos por cada clase y con una desviacion estandar de 6 unidades entre datos de la misma

clase.

16+

14 -

6 8 10 12 14 16 18 20 22 24

Figura D.2.1. Problema de clasificacién de 2 clases linealmente no separables con 2 rasgos.
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La topologia del perceptron utilizada se muestra en la figura D.2.1.

Wi

w2

W3

Figura D.2.2. Topologia utilizada para probar la capacidad del perceptron.

Mediante una seleccién aleatoria de los pesos iniciales, el perceptrén fue entrenado con el
algoritmo de retro propagacién y se graficé el valor escalar generado por cada entrada del

conjunto de entrenamiento y los pesos sintonizados.

La figura D.2.3 muestra la grafica generada por el valor escalar correspondiente a cada

entrada del conjunto de entrenamiento, al utilizar una funcién SIGMOIDE de activacion.

Tal céomo podemos apreciar en la figura D.2.3, si tenemos p clases linealmente no
separables en el conjunto de entrenamiento, un solo perceptrén no tiene la capacidad de
poder resolver el problema ya que para una misma clase se tienen diferentes rasgos y, por
lo tanto, es necesario agregar un elemento extra para poder realizar una clagificacién
exitosa. Dicho elemento puede ser otra capa de neuronas o una regla de decisién a la salida

de la neurona.

Por otra parte, la figura D.2.4 muestra la grafica generada por el valor escalar

correspondiente a cada entrada del conjunto de entrenamiento, al utilizar una funcién

RAMPA de activacién.

Tal como podemos apreciar en la figura D.2.4, la funcién rampa no genera rangos y por lo
tanto tampoco es capaz de resolver el problema no lineal y, por lo tanto, al igual que en el

caso de la sigmoide, requiere también la adicién de un elemento extra.

Valor escalar al utilizar la funcién sigmoide
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Desired Gutput
Netwark Cutout

Indice del conjunto de entrenamiento

Figura D.2.3. Salida escalar de cada entrada del conjunto de entrenamiento para 2 clases

linealmente no separables y 2 rasgos.

Indice del conjunto de entrenamiento

Valor escalar al utilizar la funcién rampa

m ‘ ‘ ‘H
m ‘ ‘ ‘H
o1

| H

Desired Output
Network Qutput

101

Figura D.2.4. Salida escalar de cada entrada del conjunto de entrenamiento para 2 clases

linealmente no separables y 2 rasgos.
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